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ANÁLISIS FACTORIAL

Los factores son seleccionados para explicar las intercorrelaciones entre las variables.

Las variables originales juegan el papel de variables dependientes que se explican por
factores comunes y únicos, que son observables.

El análisis factorial implica la elaboración de un modelo que requiere la formulación de
hipótesis estadísticas y la aplicación de métodos de inferencia.

El análisis factorial puede ser exploratorio o confirmatorio.

En el análisis factorial exploratorio no se conoce 'a priori' el número de factores, y es en la
aplicación empírica donde se determina el número.

En el análisis factorial confirmatorio los factores están fijados 'a priori', utilizando
contrastaciones empíricas para su corroboración.

MODELO DE ANÁLISIS FACTORIAL

Sean las variables observables tipificadas  1 2 pX ,X , ,X , es decir, variables de media 0 y

varianza 1. El modelo de análisis factorial:

      [1]        

1 11 1 12 2 1m m 1

2 21 1 22 2 2m m 2

p p1 1 p2 2 pm m p

X l F l F l F e

X l F l F l F e

X l F l F l F e

    


    


     








donde  1 2 m

1 2 p

l es el peso del en lavariable

F ,F , ,F son

e ,e , ,e son o







jh




jfactor h X

factores comunes

factores únicos específicos

En el modelo expuesto, cada una de las p variables observables  1 2 pX ,X , ,X  es una

combinación lineal de m factores comunes (m p)  y de un factor único p(e ).

En otras palabras, todas las variables originales vienen influidas por todos los factores
comunes, mientras que existe una factor único que es específico para cada variable.

La ecuación matricial del modelo [1] se expresa:

      [2]         

1 11 12 1m 11

2 21 22 2m 22

p p1 p2 pm pm

X l l l eF

X l l l eF

X l l l eF

      
      
       
      
      
           




     


en forma matricial x = Lf + e
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HIPÓTESIS SOBRE LOS FACTORES COMUNES

 La esperanza de cada uno de los factores comunes es nula:  E( ) 0f

 La matriz de covarianzas de los factores comunes es la matriz identidad: E( ) f f' I

En consecuencia, los factores comunes no están correlacionados entre sí, ya que todos los
elementos que no se encuentran en la diagonal principal son nulos.

Así pues, los factores comunes son variables tipificadas de media 0 y varianza 1, y además
no están correlacionados entre sí.

HIPÓTESIS SOBRE LOS FACTORES ÚNICOS

 La esperanza de cada uno de los factores únicos es nula: E( ) 0e

 La matriz de covarianzas de los factores únicos es la matriz diagonal  :  E( ) ee' 

Por tanto, las varianzas de los factores únicos pueden ser distintas, y además los factores
únicos están correlacionados entre sí.

  Señalar que en una matriz diagonal todos los elementos de fuera de la diagonal
principal son nulos.

 La matriz de covarianzas entre los factores comunes y los factores únicos es la matriz
nula: E( ) f e' 0

Para poder hacer inferencias para cada variable que permitan distinguir entre los factores
comunes y el factor único es necesario postular que los factores comunes están
incorrelacionados con el factor único.

PROPIEDADES DEL MODELO

Dado que las variables  1 2 pX ,X , ,X  son tipificadas, su matriz de covarianzas es igual a la

matriz de correlación poblacional pR :

                 

12 1p

21 2p
p

p1 p2

1

1
E( )

1

  
    
 
    

x x' R




   


Como son variables tipificadas, la varianza de cada una de ellas es 1. La varianza total de
las p variables jX  será p.

De ese total, la varianza explicada por los factores comunes es la suma de las
comunalidades, y la explicada exclusivamente por el factor jF  es:

                 2 2 2
j 1j 2j pjV = l + l + + l
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Considerando el modelo de análisis factorial:

          

1 11 1 12 2 1m m 1

2 21 1 22 2 2m m 2

p p1 1 p2 2 pm m p

X l F l F l F e

X l F l F l F e

X l F l F l F e

     


     


     








    x = Lf + e

La matriz de correlación poblacional pR  se puede descomponer de la siguiente forma:

     p E( ) E ( )( ) E ( )( ) E    R x x' Lf + e Lf + e ' Lf + e f'L' + e' Lf f'L' + L f e' + e f'L' + ee'

     E( ) E( ) E( ) E( )  L f f' L' L f e' e f' L' ee' LIL' L0 0L' LL'        

La descomposición de la matriz de correlación poblacional:  p R LL'  

En la descomposición, LL'  es la parte correspondiente a los factores comunes y   es la
matriz de covarianzas de los factores únicos.

La descomposición p  R LL'    puede expresarse de forma más detallada:

2
12 1p 11 12 1m 11 21 p1 1

2
21 2p 21 22 2m 12 22 p2 2

p

2
p1 p2 p1 p2 pm 1m 2m pm p

1 l l l l l l 0 0

1 l l l l l l 0 0
E( )

1 l l l l l l 0 0

        
                        
                      

x x' R

   
   

               
   

El primer elemento de la diagonal principal del producto LL' , que es la varianza de la

variable tipificada 1X , puede descomponerse de la forma:  2 2 2 2
11 12 1m 11 = l + l + + l + ω

En esta línea, la varianza de la variable tipificada jX  se descompone:

                            j
2 2 2 2
j1 j2 jm1 = l + l + + l + ω

Designando por  2
j

2 2 2
j1 j2 jmh = l + l + + l

La varianza poblacional de la variable jX  se descompone: j
2 2
j1 = h + ω

Donde,  2
jh es la comunalidad, que se define como la parte de la varianza que es debida a

los factores comunes.

j
2ω  es la especificidad, que se define como la parte de la varianza que es debida a los

factores únicos.

El coeficiente de correlación entre cada par de variables originales  hX  y jX  viene dado por

la expresión:    
m

hj h1 j1 h2 j2 hm jm hk jk
k=1

ρ = l l + l l + + l l = l l
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El problema que se plantea en el análisis factorial es la estimación de los coeficientes ljh ,

que se denominan cargas factoriales estimadas o cargas estimadas.

Las cargas factoriales indican los pesos de los distintos factores en la estimación de la
comunalidad de cada variable.

Una vez estimado 2
jh se realiza la estimación de la especificidad j

2ω  de forma residual,

siendo j
2 2
jh + ω = 1

MÉTODOS PARA LA EXTRACCIÓN DE FACTORES

PLANTEAMIENTO

La matriz de covarianzas de las variables originales tipificadas  1 2 pX ,X , ,X es la matriz de

correlación poblacional

        

12 1p

21 2p
p

p1 p2

1

1
E( )

1

  
    
 
    

R x x'




   


           p R LL'  

Sustituyendo la matriz de correlación poblacional pR  por la matriz de correlación muestral

R , dada por:

        

12 1p

21 2p

p1 p2

1 r r

r 1 r

r r 1

 
 
 
 
 
  

R




   


Los elementos de las matrices del segundo miembro de la expresión p R LL'    serán

estimaciones en lugar de parámetros. Es decir, ˆ ˆ ˆR LL'  

Se plantea ahora como obtener las matrices estimadas L̂  y  ̂  a partir del conocimiento de
la matriz de correlación muestral R .  En esta línea, surgen dos problemas: Los grados de
libertad. La no unicidad de la solución.

(a)  Grados de libertad:  Igualando cada elemento de la matriz  R   con la combinación
lineal correspondiente al segundo miembro de  ˆ ˆ ˆR LL'     resultan xp p  ecuaciones,
que es el número de elementos de R .
Ahora bien,  la matriz R  es simétrica y, en consecuencia, está  integrada por  p(p +1) / 2
elementos distintos, que es el número real de ecuaciones que se disponen.

De otra parte, los parámetros a estimar son los  xp m   elementos de la matriz L  y los p
elementos de la matriz  .
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Para que se pueda efectuar la estimación se necesita que el número de ecuaciones sea
mayor o igual que el número de parámetros a estimar.

Es decir,   
p(p +1)

p(m +1)
2



Ejemplo:  Si el número total de variables originales es 10, entonces el número total de

coeficientes de correlación lineal estimados son 
xp(p+1) 10 11

= = 55
2 2

Si el número de factores comunes fuera m = 5 , habría un problema de indeterminación,

puesto que xp(m+1) =10 (5 +1) = 60 , no verificándose 
p(p+1)

p(m+1)
2

Por el contrario, si el número de factores comunes fuera m = 4 , no se plantearía el

problema  )
x

x
10 11

= 55 50 =10 (4 +1
2

El problema de grados de libertad se plantea en los métodos que toman la ecuación
ˆ ˆ ˆR LL'    como base para la extracción de factores.

En los métodos basados en la obtención de raíces características no se requiere. En estos
métodos: El de componentes principales y el de ejes principales.

(b)  No unicidad de la solución:  Hay que considerar que las soluciones dadas a L  no son
únicas, puesto que cualquier transformación ortogonal de L  también es solución.

MATRIZ DE CORRELACIÓN REPRODUCIDA

En el análisis factorial se parte del supuesto de que las variables originales están
correlacionadas entre sí.

La matriz de correlación muestral R  refleja la correlación directa existente entre cada par
de variables:

              

12 1p

21 2p

p1 p2

1 r r

r 1 r

r r 1

 
 
 
 
 
  

R




   


El motivo de que las variables estén correlacionadas entre sí se debe a que comparten
unos mismos factores comunes.

Existe otro método de definir la correlación entre dos variables originales, resultado de los
factores comunes que comparten, consistente en utilizar las correlaciones entre los factores
y las variables.

Teóricamente, la correlación entre las variables hX  y jX en función de los factores comunes

que comparten viene dada por la expresión:

                
m

hj h1 j1 h2 j2 hm jm hk jk
k=1

ρ = l l + l l + + l l = l l
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A esta correlación teórica le corresponde una correlación muestral, en donde los
parámetros sobre los coeficientes l  son sustituidos por las correspondientes estimaciones:

               ˆ ˆ ˆ ˆ ˆ ˆ ˆ ˆ
m

hj h1 j1 h2 j2 hm jm hk jk
k=1

r = l l + l l + + l l = l l

A la matriz formada por los elementos de la relación anterior, se denomina matriz de
correlación reproducida.

Como las variables están tipificadas, la carga factorial  ˆ
hjl  es el coeficiente de correlación

muestral entre la variable hX  y el factor jF

Si el modelo factorial es adecuado a los datos, la diferencia para cada par de variables
entre el coeficiente de correlación muestral directo y el coeficiente de correlación
reproducido será muy pequeña, ya que el coeficiente de correlación reproducido mide la
correlación entre dos variables a través de los respectivos coeficientes de correlación con
los factores.

En otras palabras, la comunalidad de cada variable es lo que explican los factores y lo que
determina que exista una relación entre cada par de variables que conforman el conjunto de
variables originales.

MÉTODOS PARA LA EXTRACCIÓN DE FACTORES

a)  MÉTODO DEL FACTOR PRINCIPAL

Se parte del modelo factorial: 

1 11 1 12 2 1m m 1

2 21 1 22 2 2m m 2

p p1 1 p2 2 pm m p

X l F l F l F e

X l F l F l F e

X l F l F l F e

    


    


     








Considerando las variables observables tipificadas  1 2 pX ,X , ,X , es decir, variables de

media 0 y varianza 1. La varianza total de las p variables jX  será p.

De ese total, la varianza explicada por los factores comunes es la suma de las
comunalidades, y la explicada exclusivamente por el factor jF  es:  2 2 2

j 1j 2j pjV = l + l + + l
El coeficiente de correlación poblacional  hjρ  entre las variables hX  y jX , en función de los

factores comunes que comparten, viene dada por la expresión:

                
m

hj h1 j1 h2 j2 hm jm hk jk
k=1

ρ = l l + l l + + l l = l l

Pudiendo estimarse el coeficiente de correlación poblacional hjρ  por el coeficiente de

correlación muestral  hjr
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El método del factor principal obtiene el primer factor maximizando la varianza explicada

por él, que es  2 2 2
1 11 21 p1V = l + l + + l , sujeta a las restricciones: 

p

hj hk jk
k=1

r = l l

El problema de optimización con restricciones se resuelve por el método de los
multiplicadores de Lagrange, considerando la función:

    +
p m

1 1 hj hj hk jk
h,j=1 k=1

G = V r - l l
 
 
 

     siendo  multiplicadores de Lagrangehj

Derivando la función lagrangiana respecto a las incógnitas hkl  e igualando a cero, se

obtiene la expresión fundamental:




    

 
p

1
1k h1 hj jk

j 1hk

G
l l 0

l
       1k

1 si k 1

0 si k 1


   

Para k =1, en esta expresión fundamental se tiene que 
p

h1 hj j1
j 1

l l


 

Por otra parte, si en la expresión fundamental se multiplica a ambos lados por h1l  y se

suma respecto a h, se tiene:   
p p p

2
1k h1 hj h1 jk

h 1 j 1 h 1

l l l 0
  

       ,  1k

1 si k 1

0 si k 1


   

Denominando 
p

2
1 h1

h 1

l


   , teniendo en cuenta que 
p p

h1 hj j1 j1 hj h1
j 1 h 1

l l l l
 

          hj jh( )  

Se puede escribir:


p p p p

2
1k h1 hj h1 jk 1k 1 j1 jk

h 1 j 1 h 1 j 1

l l l 0 l l 0
   

          ,  1k

1 si k 1

0 si k 1


   

Multiplicando la expresión 
p

1k 1 j1 jk
j 1

l l 0


     por hkl  y sumando en k se obtiene:

 


p p p

h1 1 j1 hk jk j1 hj h1 1
j 1 k 1 j 1

hj
r

l l l l 0 l r l 0 h 1, ,p
  

 
 
       
 
 
 

  

De la expresión 
p

j1 hj h1 1
j 1

l r l 0


   , se obtienen   







2
1 1 11 12 21 1p p1

2
21 11 2 1 21 2p p1

2
p1 11 p2 21 n 1 n1

(h )l r l r l 0

r l (h ) l r l 0

0

r l r l (h ) 0

      
      
 
       

1λ  es el mayor valor propio de la matriz de correlaciones LL'  y  11 21 p1(l , l , , l )'  es su

vector propio asociado, de módulo 1λ . En consecuencia, se tiene:
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                                     1i1 i1l = λ               i 1, 2, , p 

 siendo 11 21 p1( , , , )    un vector propio de módulo unidad.

Una vez obtenidos los pesos (cargas factoriales o saturaciones) del primer factor, que es el
que más contribuye a la varianza de las variables, se elimina su influencia considerando el
nuevo modelo factorial:







'
1 1 11 1 12 2 1m m 1
'
2 2 21 1 22 2 2m m 2

'
p p p1 1 p2 2 pm m p

X X l F l F l F e

X X l F l F l F e

X X l F l F l F e

      
      


      

Se obtiene el segundo factor maximizando la varianza explicada por él en el segundo

modelo, que es 2 2 2
2 12 22 p2V = l + l + + l , sujeta a las restricciones: 

p

hj hk jk
k=1

r = l l

Como se hizo anteriormente, se demuestra que:

                                     2i2 i2l = λ              i 1, 2, , p 

siendo 11 21 p1( , , , )    un vector propio de módulo unidad y 2λ  el segundo mayor valor

propio de la matriz de correlaciones LL' . Ya se han obtenido las cargas factoriales  1 2(λ , λ )

El proceso se sigue repitiendo hasta obtener los pesos o cargas factoriales de todos los
factores, esto es, la matriz factorial, o al menos hasta que la varianza total explicada por los
factores comunes sean igual o próxima a la suma de las comunalidades.

El número de factores obtenidos coincide con el de valores propios no nulos de LL' , que
todos son positivos ya que LL'  es simétrica semidefinida positiva.

Destacar que en la práctica sólo se dispone de correlaciones muestrales, lo que introduce
un cierto error de muestreo en el cálculo de los valores propios, error que intenta
solventarse fijando una constante positiva c y calculando los valores propios mayores que
c, cuyo número indicará el de factores comunes en el modelo factorial.

Suele tomarse por lo menos c 1  para que la variabilidad explicada por cada factor común
supere a la varianza de una variable (que es la unidad).

El método del factor principal puede explicarse por la diagonalización de la matriz  LL' , que
tomará la forma:

                                 LL' = TD T'

T   matriz cuyas k columnas son los vectores propios de módulo unidad de LL'

diagonal 1 kD (λ λ ) 

La matriz factorial será entonces: 1/2L = TD
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b)  MÉTODO ALPHA

Este método determina la matriz factorial especificando un número k de factores comunes y
formando la matriz T de dimensión xp k  con los autovectores unitarios correspondientes a

los k primeros vectores propios de la matriz  -1 -1H LL' H , donde 2H  es la matriz de
comunalidades (matriz con las comunalidades en la diagonal principal).

Si diagonal 1 kD (λ λ )  , al diagonalizar la matriz  -1 -1H LL' H , se tiene:

          '-1 -1H LL' H TD T' LL' H T D T' H                (H' H)

Con lo que la matriz factorial será: 1/2L = HTD

c)  MÉTODO DEL CENTROIDE

Se elige el primer factor de modo que pase por el centro de gravedad (centroide) de las
variables sin unicidades i i i

'X X e  .

El modelo factorial será: 

'
1 1 1 11 1 12 2 1m m
'
2 2 2 21 1 22 2 2m m

'
p p p p1 1 p2 2 pm m

X X e l F l F l F

X X e l F l F l F

X X e l F l F l F

      
      


      







Las componentes de las variables en el espacio de
los factores comunes vienen dadas por:

'
1 11 12 1m
'
2 21 22 2m

'
p p1 p2 pm

X (l , l , , l )

X (l , l , , l )

X (l , l , , l )



















Las componentes del centro de gravedad son:  
p p p

j1 j2 jm
j 1 j 1 j 1

1 1 1
C l , l , , l

p p p  

 
  
 
  

Al exigir que el primer factor pase por C, el centroide tendrá todas sus componentes nulas

excepto la primera, es decir: 
p p

j2 jm
j 1 j 1

l l 0
 

   

Entonces, en la restricción conocida  I
p

hj h1 j1 h2 j2 hp jp hk jk
k=1

r = I + I I + + I I = I I   se puede

sumar en j a ambos lados de la igualdad, para obtener la expresión:

            
p p p p p

hj h1 j1 h2 j2 hp jp h1 j1
j=1 j=1 j=1 j=1 j=1

r = I I + I I + + I I = I I    

Sumando ahora en h a ambos lados de la igualdad anterior, resulta:

           

2
p p p p p

hj h1 j1 j1
h=1 j=1 h=1 j=1 j=1

T = r = I I = I
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Resultando,    

p p

hj hjp p
j=1 j=1 h

hj h1 j1 h1 p
j=1 j=1

j1
j=1

r r
S

r = I I I
T TI

   
 

 


            h 1 p 

Se han obtenido las cargas factoriales (pesos o saturaciones) en el primer factor h1l  como el

cociente entre la suma de correlaciones en la columna h de LL'  y la suma de todas las
correlaciones de LL' .

Considerando las correlaciones '
ij ij i1 j1r r l l 

Las componentes de las variables en los restantes
factores serán:

12 1m

22 2m

p2 pm

(l , , l )

(l , , l )

(l , , l )













Se elige el segundo factor de modo que pase por el origen y por C, cambiando el signo de

ciertas variables iX  para que no se anulen a la vez todas las sumas  
p p

j2 jm
j 1 j 1

l , , l
 

 
 
 
 

Repitiendo el proceso anterior, se obtienen las cargas factoriales o saturaciones en el

segundo factor h2l , donde:   h 1h
h2

1

s S
l =

T

El término hs  cambia de signo el cociente si ha sido necesario cambiar el signo de hX  para

que no se anulasen a la vez todas las sumas 
p p

j2 jm
j 1 j 1

l , , l
 

 
 
 
 

Las cargas factoriales (pesos o saturaciones) en el segundo factor h2l  se obtienen como el

cociente entre la suma de las correlaciones en la columna h de la matriz transformada de
LL'  (mediante '

ij ij i1 j1r r l l  ) y la suma de todas las correlaciones de dicha matriz

transformada.

El proceso para obtener los demás factores es exactamente el mismo.

d)  MÉTODO DE LAS COMPONENTES PRINCIPALES

La teoría de componentes principales puede utilizarse para la obtención de los factores en
el modelo factorial. Es preciso no confundir la Teoría general de componentes principales
con una de sus aplicaciones para la obtención de factores en el modelo factorial.

Las p componentes se pueden expresar de la siguiente forma:

    [1]   

1 11 1 12 2 1p p

2 21 1 22 2 2p p

p p1 1 p2 2 pp p

Z u X u X u X

Z u X u X u X

Z u X u X u X
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El conjunto de ecuaciones descrito es reversible, pudiéndose demostrar que es posible
expresar las variables jX  en función de las componentes hZ  de la siguiente forma:

    [2]  

1 11 1 21 2 p1 p

2 12 1 22 2 p2 p

j 1j 1 2 j 2 pj p

p 1p 1 2p 2 pp p

X u Z u Z u Z

X u Z u Z u Z

X u Z u Z u Z

X u Z u Z u Z

   
    

    



   










Los coeficientes de los dos sistemas son los mismos, correspondiendo las filas de los
coeficientes del primer sistema a las columnas de los coeficientes del segundo sistema.

En el sistema [2] se ha introducido la variable genérica jX , dado que a partir de ahora los

cálculos que se realicen van a ir referidos a esta variable genérica.

Un problema que plantea el sistema [2], para utilizarlo como base para la estimación de los
factores, es que las componentes Z no están tipificadas, mientras que los factores teóricos
F se han definido con varianza 1.

Para obviar este problema se pueden utilizar componentes tipificadas, que se definen:

          h
h

h

Z
Y =

λ
       h 1, 2, , p 

de donde,   h h hZ Y λ       h 1, 2, , p 

Sustituyendo en el sistema [2], cada componente Z por la expresión h h hZ Y λ , la

ecuación j-ésima puede expresarse:

j 1j 1 2 j 2 pj p j 1j 1 1 2 j 2 2 pj p pX u Z u Z u Z X u Y u Y u Y            

Por la Teoría de componentes principales se sabe que  hj hu   es el coeficiente de

correlación entre la variable j-ésima y la componente h-ésima, es decir, jh hj hr u 

Por lo que la ecuación j-ésima toma la forma:  j 1j 1 2 j 2 pj pX r Y r Y r Y   

Si a la ecuación anterior se agregan los (p m)  últimos términos, se tiene:

  j 1j 1 2 j 2 mj m (m 1) j m 1 pj pX r Y r Y r Y r Y r Y             [3]

En la ecuación [3], como en todas las ecuaciones del sistema [1], los coeficientes hjr  y las

puntuaciones tipificadas de las componentes hY  se han obtenido a partir de observaciones

sobre las variables originales.

Comparando la ecuación [3] con la ecuación del modelo factorial:
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             j j1 1 j2 2 jm m jX l F l F l F e         [4]

Se observa que los coeficientes jhl  que aparecen en el segundo miembro de  [4] son

parámetros poblacionales, a diferencia de los coeficientes de la ecuación [3], que son
estadísticos muestrales.

Comparando 
 j 1j 1 2 j 2 mj m (m 1) j m 1 pj p

j j1 1 j2 2 jm m j

X r Y r Y r Y r Y r Y

X l F l F l F e

 
      


    





Se observa que el segundo miembro de la primera ecuación puede utilizarse para estimar
el segundo miembro de la segunda ecuación.

Así, los m factores hF  se estiman mediante las m primeras componentes principales

tipificadas hY  y la estimación de los coeficientes jhl  viene dada por 

j1 1j

j2 2 j

jm mj

l̂ r

l̂ r

l̂ r

 





 



Una vez estimados los coeficientes anteriores, se puede estimar la comunalidad de la
variable jX  de la siguiente forma:

             2 2 2 2
j j1 j2 jm

ˆ ˆ ˆ ˆh l l l   

Por otra parte, la estimación del factor único je  viene dada por:

             j (m 1) j m 1 (m 2) j m 2 pj pe r Y r Y r Y      

La especificidad (parte de la varianza debida al factor único) se puede estimar directamente
mediante la expresión:

            2 2
j j

ˆˆ 1 h  

Procediendo de la misma forma con las restantes ecuaciones, se obtienen las estimaciones
de las comunalidades y especificidades de cada una de las variables.
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e)  MÉTODO COMPONENTES PRINCIPALES ITERADAS ó EJES PRINCIPALES

El método de las componentes principales iteradas, también denominado método de ejes
principales, tiene una gran similitud con la extracción de factores por componentes
principales.

Éste es un método iterativo, como lo son en general los métodos de obtención de factores,
exceptuando el de componentes principales.

Se exponen los distintos pasos de este método de extracción de factores:

1.  Se comienza con el cálculo de la matriz de correlación muestral:

     

12 1p

21 2p

p1 p2

1 r r

r 1 r
R

r r 1

 
 
 
 
 
  




   


2.  Se realiza una estimación inicial de las comunalidades de cada variable. Para ello, se
     calcula la regresión de cada variable sobre el resto de variables originales, estimándose
     la comunalidad de una variable mediante el coeficiente de determinación obtenido.

3.  Se sustituye en la matriz R cada 1 de la diagonal principal por la estimación de la
     comunalidad correspondiente a cada variable. A la matriz R modificada de esta forma, a
     la que designaremos por R , se denomina matriz de correlación reducida:

     

2
1 12 1p

2
21 2 2p

2
p1 p2 p

ĥ r r

ˆr h r ˆR R

ˆr r h



 
 
 

    
 
 
 




   



    De acuerdo con la relación 2 2
j j

ˆˆ h 1   , la estimación de cada comunalidad es igual a 1

    menos la estimación de la especificidad correspondiente, con lo que la matriz de
    correlación reducida se puede expresar de forma:  ˆR R   

4.  Se calculan las raíces características y los vectores característicos asociados de la
     matriz R , a partir de los cuales se obtienen las cargas factoriales estimadas jhλ

5.  Se determina el número de factores a retener m, para lo que se puede utilizar el
     contraste de igualdad sobre las raíces características no retenidas:

     Bajo la hipótesis nula:  0 m+1 m+2 pH : λ = λ = = λ = 0

     Estadístico de contraste  
p

*
p-m j

j=m+1

2p +11
Q = n- (p - m) ln λ - ln λ

6

  
  

   


     se distribuye como una Chi-cuadrado con (p m 2)(p m 1) / 2     grados de libertad.
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     Para observar la mecánica de la aplicación de este contraste, supongamos que
     inicialmente se han retenido m raíces características (sean las que superan la unidad)

     al aplicar el criterio 

p

j
j=1

h

λ

λ > λ =
p


.  Si se utilizan variables tipificadas, se verifica que

     
p

j
j=1

λ p , con lo que para variables tipificadas se retiene aquellas componentes tales

     que  hλ > 1

     Si se rechaza la hipótesis nula, una o más de las raíces características no retenidas es
     significativa. La decisión a tomar en este caso sería retener un nuevo factor, y aplicar
     el estadístico de contraste a las restantes raíces características.

     El proceso continua hasta que no se rechace la hipótesis nula.

6.  Se calcula la comunalidad de cada variable con los m factores retenidos:

                               2 2 2 2
j j1 j2 jm

ˆ ˆ ˆ ˆh l l l   

    Se realiza la estimación de las varianzas debidas al factor único:

                              2 2
j j

ˆˆ 1 h                  j 1, 2, , m                [i]

    Si alguno de los valores calculados en [i] fuera negativo, hecho que se puede presentar,
     no sería admisible el resultado, por lo que habría que ser cauteloso en la interpretación
     de los factores obtenidos.

7.  En el caso de que todos los valores de [i] sean positivos, se regresa al paso 3 utilizando
     las nuevas comunalidades estimadas, repitiendo los pasos siguientes (4, 5 y 6).
     Un ciclo formado por todos estos pasos constituye una iteración.

El proceso iterativo se detiene cuando la diferencia entre la comunalidad estimada para
cada variable entre dos iteraciones sucesivas sea menor que una cantidad prefijada. Se
dice entonces que se ha alcanzado la convergencia.
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MÉTODO DE MÁXIMA VEROSIMILITUD

Además de verificarse las hipótesis: E(f) 0    E(ff ') I    E(e) 0    E(ee')      E(fe ') 0
se necesita postular que las observaciones de las variables proceden de una población
normal multivariante.

Para poder utilizar máxima verosimilitud se necesita añadir la hipótesis suplementaria de
que los vectores 1 2 nx , x , , x

  
  constituyen una realización de una muestra aleatoria simple

de una población normal p-variante pN ( , LL' )  


, también pN ( , ) 


 siendo LL'   

Sustituyendo 


 por su estimador insesgado 
n

i
i 1

1ˆ x
n 

  


La función de verosimilitud toma la siguiente forma:

                
1n

traza ( S)
2

1 2 n n/2np/2

1
L( , x , x , , x ) e

(2 )

 
 

 

  


LL'     determinante de

ijS (S )  matriz de covarianzas muestrales ,  
n

ij si i sj j
s 1

1
ˆ ˆS (x )(x )

n 

        i, j 1, 2, , p

Tomando logaritmos en la función de verosimilitud:

1
1 2 n

np n n
Ln L( , x , x , , x ) Ln traza( S)

2 2 2
            

  
       [1]

Suponiendo LL'    , la verosimilitud será una función de L  y   , se puede maximizar

suponiendo además que -1L'Ω L  es diagonal.

De la expresión [1] del logaritmo de verosimilitud se deduce que su maximización es
equivalente a la minimización de la expresión:

                              1Ln traza( S)     

que a su vez es equivalente a la minimización de la expresión:

1Ln traza( S) Ln S p              (la constante adicional no interviene al minimizar)

Siendo 1Ln Ln S Ln( S)            . La función a minimizar será:

1 1f (F, ) traza( S) Ln( S) p             donde  LL'   

Para hallar L̂  y  ̂  que minimicen  1 1f (L, ) traza( S) Ln( S) p        deben igualarse
a cero las derivadas parciales de f respecto de F y   respectivamente.

Lawley y Maxwell demostración que estas derivadas parciales toman las expresiones:
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          1 1f (L, )
2 ( S) L

L
  

   


          1 1 1 1 1f (F, )
( S) S                    

diag diag

En consecuencia, las ecuaciones a resolver para hallar L̂  y  ̂  que minimicen f serán:

         

( )

'

'

1 1

1 1 1

1

S L 0

S 0

LL

J L L

 

  



    


       
   

  

diag

diagonal

Las ecuaciones anteriores determinan L̂  y  ̂  sólo de forma implícita. Las soluciones
explícitas requieren de métodos iterativos de cálculo numérico.

Lawley demostró que las ecuaciones anteriores son equivalentes a:

         

( )

( )

1 1

k
2

i ii ij
j 1

L S LJ

S 0 v s a

 



    

    


diag

En la primera ecuación se observa que los elementos de la diagonal de J son los valores
propios de ( )1 S   , y las columnas de la matriz factorial L son los correspondientes

valores propios, con lo que se ha determinado L̂ .

También se demuestra que ˆ ˆ ˆ 'V S LL   diag

Si se opera con variables reducidas, el proceso es similar, sustituyendo la matriz S por la
matriz R de correlaciones muestrales. La solución de Lawley sólo necesita que exista 1

Por otra parte, Joreskog demostró que las ecuaciones del proceso de minimización de f
para una   dada son equivalentes a:

          1/2 1/2 1/2 1/2( S )( L) ( L)(I + J)       

Lo que conduce a que  1/2 L  son vectores propios de 1/2 1/2S    relativos a los valores
propios de los elementos de la diagonal de I + J .

Entonces si ̂  es la matriz diagonal de orden k de los k primeros valores propios en orden

creciente, y Ŵ  es la matriz cuyas columnas son los vectores propios. Se demuestra que,
para   dada, la estimación de la matriz factorial L resulta ser:

          1/2 1/2ˆ ˆ ˆL W ( I)    

Por otra parte, las ecuaciones del proceso de minimización de f para una L dada son
equivalentes a:
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1 1ˆ ˆ ˆ ˆˆ(LL' S) 0 (S LL')              
f

diag diag

La solución de Joreskog sólo exige que exista 1/2 , si alguna unicidad es prácticamente
nula, hay problemas con la existencia de 1/2

En este caso se obtiene la solución por componentes principales para estas variables con
unicidades prácticamente nulas, analizando a continuación las demás variables por el
método de máxima verosimilitud, y combinando finalmente ambos métodos para dar una
solución completa al conjunto de todas las variables.

MÉTODOS MINRES, ULS Y GLS

El método MINRES (Minimizing residuals), denominado también análisis factorial de
correlaciones, calcula la matriz factorial ijL (l )  que minimiza los residuos:

                                     
k

hs hs ht jt
t 1

r r l l


       h s

Es decir, se calcula la matriz factorial minimizando las diferencias entre la correlación
observada y la deducida del modelo factorial, excepto para las correlaciones unitarias iir 1

El criterio de minimización a utilizar es el de los mínimos cuadrados, tratando de hallar L
que haga mínima la suma de cuadrados de los elementos no diagonales de la matriz
residual R R LL'  , es decir, que haga mínima la función:

                                     
2p p 1 k

hj ht jt
j h 1 h 1 t 1

F(L) r a a


   

 
  

 
  

Este método permite estimar L sin necesidad de determinar previamente las
comunalidades, que a su vez se obtienen como resultado del método. Además, no es
necesario suponer hipótesis alguna de multinormalidad de las variables, como ocurre en el
método de máxima verosimilitud.

La estimación de L a partir de la minimización de F(L)  puede dar lugar a comunalidades
mayor que la unidad, hecho que se evitará imponiendo a F(L)  la restricción:

                                     
k

2 2
j jt

t 1

h l 1


              j=1, 2, ... , n

Para encontrar una solución efectiva de L, lo más adecuado es utilizar el procedimiento
iterativo de Gauss-Seidel de resolución de sistemas de ecuaciones lineales.

Joreskog enfoca de forma general la estimación de la matriz factorial estableciendo una
relación entre el método de máxima verosimilitud y los métodos basados en el criterio de
mínimos cuadrados. La estimación de L tal que LL'      obtenida a partir de la matriz

de covarianzas muestrales ijS (S ) , para un k dado, se puede conseguir de tres formas

distintas:
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(a)  Método de los mínimos cuadrados no ponderados ULS (unweighted least squares),
      que consiste en minimizar la función:

                                     2U(L, ) traza(S ) / 2   

(b)  Método de los mínimos cuadrados generalizados GLS (generalited least squares),
 que consiste en minimizar la función:

                               1G(L, ) traza(I S ) / 2   

(c)  Método de máxima verosimilitud ML (maximun likelood), que consiste en maximizar
      la función:
                                        1F(L, ) log( ) traza(S ) log( S ) p      

Las tres funciones se pueden minimizar en dos pasos mediante el mismo método:

1º.  Se halla el mínimo condicional para   dado, lo que produce como resultado una
      función f ( )

2º.  Se minimiza en   esta función mediante un método numérico, generalmente el de
      Newton-Raphson, en caso de que se puedan hallar las dos primeras derivadas de la
      función.
     Joreskog da las soluciones en función de los valores y vectores propios de la matriz
     S    en el método ULS, y de la matriz 1S   en los métodos GLS y ML.

Joreskog interpreta la solución por el método del factor principal y la solución MINRES
como equivalentes al método ULS, afirmando que los métodos GLS y ML son invariantes
para cambio de escala.
Posteriormente se demostró mediante contraejemplos que los métodos GLS y ML no
siempre son invariantes, mientras que el método ULS puede serlo en determinadas
circunstancias.

CONTRASTES EN EL MODELO FACTORIAL

En el modelo factorial pueden realizarse varios tipos de contrastes, que suelen agruparse
en dos tipos de bloques, según se apliquen previamente a la extracción de los factores o
que se apliquen después.

Con los contrastes aplicados previamente a la extracción de los factores trata de analizarse
la pertenencia de la aplicación de análisis factorial a un conjunto de variables observables.

Con los contrastes aplicados después de la obtención de los factores se pretende evaluar el
modelo factorial una vez estimado.

Entre los contrastes que se aplican previamente a la extracción de los factores: El
contraste de esfericidad de Barlett y la medida de adecuación muestral de Kaiser, Meyer y
Olkin.

Entre los contrastes que se aplican después de la extracción de los factores para
evaluar el modelo factorial una vez estimado: El contraste para la bondad de ajuste del
método de máxima verosimilitud  y el contraste para la bondad de ajuste del método
MINRES.
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Contraste de esfericidad de Barlett

Antes de realizar un análisis factorial se plantea si están correlacionadas entre sí las
variables originales. Si no lo estuvieran no existirían factores comunes y, por tanto, no
tendría sentido aplicar el análisis factorial. Esta cuestión suele probarse utilizando el
contraste de esfericidad de Barlett.

La matriz de correlación poblacional pR  recoge la relación entre cada par de variables

mediante sus elementos ij  situados fuera de la diagonal principal. Los elementos de la

diagonal principal son unos, dado que toda variable está totalmente relacionada consigo
misma.

En el supuesto de que no existiese ninguna relación entre las p variables en estudio, la
matriz pR  sería la identidad, cuyo determinante es la unidad.

En consecuencia, para decidir la ausencia o no de relación entre las p variables puede
plantearse el siguiente contraste:

0 pH : R 1 1 pH : R 1

La hipótesis nula 0H  a contrastar es que todos los coeficientes de correlación teóricos entre

cada par de variables son nulos.

Barlett introdujo un estadístico para este contraste, basado en la matriz de correlación
muestral R, que bajo la hipótesis nula 0H , tiene una distribución chi-cuadrado con

p(p 1) / 2  grados de libertad.

                2
2

0,5 (k k)

1
n 1 (2k 5) ln R

6

        

Medidas de adecuación muestral global (KMO) y medida MSA de
adecuación individual

Los estadísticos Kaiser, Meyer y Olkin propusieron una medida de adecuación de la
muestra al análisis factorial, que es conocida por las iniciales de sus nombres KMO.

En un modelo con varias variables el coeficiente de correlación parcial entre dos variables
mide la correlación existente entre ellas, una vez que se han descontado los efectos
lineales del resto de las variables del modelo. En el modelo factorial se pueden considerar
esos efectos de otras variables como los correspondientes a los factores comunes.

En consecuencia, el coeficiente de correlación parcial entre dos variables sería equivalente
al coeficiente de correlación entre los factores únicos de esas dos variables.

De acuerdo con el modelo de análisis factorial, los coeficientes de correlación teóricos
calculados entre cada par de factores únicos son nulos por hipótesis. Si los coeficientes de
correlación parcial constituyen una aproximación a dichos coeficientes teóricos, deben estar
próximos a 0.

Kaiser, Meyer y Olkin definen la medida KMO de adecuación muestral global al modelo
factorial basada en los coeficientes de correlación parcial mediante la expresión:
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2
jh

j h j

2 2
jh jh

j h j j h j

r

KMO
r a



 





 

jhr    coeficientes de correlación observados entre las variables jX  y  hX

jha   coeficientes de correlación parcial entre las variables jX  y  hX

En el caso de que exista adecuación de los datos a un modelo de análisis factorial, el
término del denominador que recoge los coeficientes jha  será pequeño y, en consecuencia,

la medida KMO será próxima a la unidad.

Valores de KMO por debajo de 0,5 no serán aceptables, considerándose inadecuados los
datos a un modelo de análisis factorial.

Para valores KMO > 0,5  se considera aceptable la adecuación de los datos a un modelo de
análisis factorial. Mientras más cerca están de 1 los valores de KMO mejor es la
adecuación de los datos a un modelo factorial, considerándose ya excelente para los
valores próximos a 0,9.

También existe una medida de adecuación muestral individual para cada una de las
variables, basada en la medida KMO. Esta medida se denomina MSA (Measure of
Sampling Adequacy),  para la variable j-esima se define de la siguiente forma:

                  

2
jh

h j
j 2 2

jh jh
h j h j

r

MSA
r a



 





 

Si el valor de jMSA  se aproxima a la unidad, la variable jX  será adecuada para su

tratamiento en el análisis factorial con el resto de las variables.

Contraste para la bondad de ajuste en el método ML de máxima
verosimilitud

Una de las principales ventaja de la estimación del modelo factorial por máxima
verosimilitud es que proporciona un contraste para la hipótesis:

0H :  k factores son suficientes para describir los datos

1H :  La matriz LL '    no tiene restricciones

Bajo la hipótesis nula 0H  la función de máxima verosimilitud es:

            
1n

traza ( S)
2

0 1 2 n n/2np/2

1ˆL ( , x , x , , x ) e
(2 )

 
 

 

  


con ˆ ˆ ˆ ˆLL'    , siendo L̂  y  ̂   los estimadores de máxima verosimilitud obtenidos.
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Bajo la hipótesis alternativa 1H  el estimador de máxima verosimilitud de   es la matriz de

covarianzas muestrales  ijS (S ) , en cuyo caso la función de verosimilitud será:

            
 

  
   

n n
traza (I) p

2 2
1 1 2 n n/2 n/2np/2 np/2

1 1ˆL ( , x , x , , x ) e e
(2 ) (2 )

  


Llamando 
L

L
  0

1

 , el contraste de razón de verosimilitud se realiza utilizando el estadístico:

1n n n nˆ ˆ2Ln 2 Ln( S ) p Ln( ) ( S)
2 2 2 2

            
traza

1 1 1S 1 1ˆ ˆ ˆ ˆ ˆnp nLn n ( S) np ( S) Ln S 1 np(a Lng 1)
ˆ p p

     
                  

traza traza

donde â  y  ĝ  son, respectivamente, las medias aritmética y geométrica de los valores

propios de 1ˆ S

Si 0H  es cierta, 2Ln   sigue asintóticamente una distribución chi-cuadrado con s grados

de libertad, dónde:

  2s p(p 1) / 2 p(k 1) k (k 1) / 2 (p k) (p k)         

Para una probabilidad de error de tipo I de valor  , la región de aceptación de la hipótesis
nula 0H  es:

            2
s,

ˆ ˆnp(a Lng 1)   

Barlett demostró que la aproximación a la chi-cuadrado mejoraba si se sustituía n por n':
n' n 1 (2p 5) / 5 2k / 3    

En el caso trivial k 0 , la hipótesis nula 0H  es que las variables son independientes. En

este caso, el estimador de máxima verosimilitud de   es ˆ (S)  diag , y como

                1 1/2 1/2ˆ ˆ ˆ( S) ( S )      traza traza traza(R) = p

donde R es la matriz de correlaciones de los datos.

El estadístico de contraste será:  nLn R

En la práctica, el problema es decidir cuántos factores comunes es razonable que se
ajusten a los datos.

Para hacer esto se sigue un procedimiento secuencial partiendo de un valor pequeño para
k (k 0  ó k 1 ) y se aumenta el número de factores comunes de uno en uno hasta que no
se rechace la hipótesis nula 0H .
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El procedimiento ha sido objeto de críticas, ya que los valores críticos del contraste no se
ajustan para tener en cuenta que se contrastan secuencialmente un conjunto de hipótesis.

Para determinados datos, el modelo factorial se rechaza para todos los valores de k para
los que s 0 . En tales casos, se concluye que no existe modelo factorial que se ajuste a
los datos.

Contraste para la bondad de ajuste en el método MINRES

La estimación MINRES también proporciona un contraste para las hipótesis:

0H :  k factores son suficientes para describir los datos

1H :  La matriz LL '    no tiene restricciones

El contraste se basa en el estadístico kU (N 1)log LL ' / R       cuya distribución

asintótica, bajo la hipótesis nula 0H , suponiendo multinormalidad de las variables, es una

chi-cuadrado con 2d (p k) p k / 2       grados de libertad.

El estadístico suele aparecer también bajo la forma:

 1
kU N log LL ' log R R(LL ' ) p         traza

e incluso, con más sofisticación, sobre todo cuando N no es muy grande, podría
remplazarse N por el valor  N 1 (2p 5) / 5 2m / 3   

ROTACIÓN DE LOS FACTORES

El trabajo en el análisis factorial persigue que los factores comunes tengan una
interpretación clara, porque de esa forma se analizan mejor las interrelaciones existentes
entre las variables originales. Sin embargo, en muy pocas ocasiones resulta fácil encontrar
una interpretación adecuada de los factores iniciales, con independencia del método que se
hubiera utilizado para su extracción.

Los procedimientos de rotación de factores se han ideado para obtener, a partir de la
solución inicial, unos factores que sean fácilmente interpretables.

En la solución inicial cada uno de los factores comunes está correlacionado en mayor o
menor medida con cada una de las variables originales.

Con los factores rotados se trata de que cada una de las variables originales tenga una
correlación lo más próxima a 1 que sea posible con uno de los factores y correlaciones
próximas a 0 con el resto de los factores.

Dado que hay más variables que factores comunes, cada factor tendrá una correlación alta
con un grupo de variables y baja con el resto de variables.

Examinando las características de las variables de un grupo asociado a un determinado
factor se pueden encontrar rasgos comunes que permiten identificar el factor y darle una
denominación que responda a esos rasgos comunes.
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Si se consigue identificar claramente estos rasgos, se habrá dado un paso importante, ya
que con los factores comunes no sólo se reducirá la dimensión del problema, sino que
también se conseguirá desvelar la naturaleza entre las interrelaciones existentes entre las
variables originales.

Existen dos formas básicas de realizar la rotación de factores: La rotación ortogonal y la
rotación oblicua.

ROTACIÓN ORTOGONAL

Los ejes se rotan de forma que quede preservada la incorrelación entre los factores.  Dicho
de otra forma, los nuevos ejes, o ejes rotados, son perpendiculares de igual forma que lo
son los factores sin rotar. Por esta restricción, a la rotación ortogonal se le denomina
también rotación rígida.

En el ejemplo se muestra la posición de siete variables,
etiquetadas de la A a la G, respecto a los factores iniciales 1
y 2. Las variables se distribuyen en dos grupos distintos.

El primer grupo (variables A a D) se caracteriza porque sus
cargas factoriales son positivas en ambos factores, pero
mayores en el Factor 2. Las cargas factoriales de las
variables del segundo grupo (variables E a G) son mayores
en valor absoluto en el Factor 1, mientras que en el Factor 2
son siempre negativas.

Los factores rotados forman entre sí un ángulo de 90º,
igual que los factores iniciales. Los nuevos ejes cruzan
los dos grupos de variables.

El Factor rotado 2 pasa entre las variables A a D,
mientras que el Factor rotado 1 pasa cerca de las
variables E a G. Las cargas factoriales han cambiado
significativamente con la rotación, se han reducido las
cargas de las variables A a D en el segundo factor, y las
cargas de las variables E a G en el primero.

Entre los diversos procedimientos de rotación ortogonal el denominado método Varimax es
el más conocido y aplicado. Los ejes de los factores del método Varimax se obtienen
maximizando la suma de varianzas de las cargas factoriales al cuadrado dentro de cada
factor. Existen otros métodos de rotación ortogonal de los factores menos utilizados, como
son el método Equamax y el método Quartimax.

MÉTODOS DE ROTACIONES ORTOGONALES

En la rotación ortogonal se plantea el siguiente problema: Dada la matriz factorial L, hallar
una matriz ortogonal de transformación T, de modo que la matriz B = LT sea la matriz
factorial de unos nuevos factores ortogonales, verificando ciertas condiciones analíticas de
estructura simple definidas por los distintos métodos de rotación.
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Método Varimax

El método Varimax obtiene los ejes de los factores maximizando la suma de varianzas de
las cargas factoriales al cuadrado dentro de cada factor.

La varianza de las cargas factoriales al cuadrado del factor i-ésimo se puede calcular a
partir de los momentos respecto al origen:
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La suma de varianzas de las cargas factoriales al cuadrado dentro de cada factor, con m
factores seleccionados, será:
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La expresión [1] plantea el problema que las variables don mayores comunalidades tienen
una mayor influencia en la solución final. Para evitarlo se efectúa la normalización de
Kaiser, en la que cada carga factorial al cuadrado se divide por la comunalidad de la
variable correspondiente.

Cuando se aplica la normalización de Kaiser, el método recibe el nombre de Varimax
normalizado. En esta línea, la expresión que se maximiza es:
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En su forma definitiva, el método Varimax halla la matriz B maximizando:
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ji ji ji ji2 2
2 2 2 2

i 1 j 1 j 1 i 1 j 1 i 1 j 1 j 1j j j j

l l l l
W p SN p p

h h h h       

       
                           

     

Para realizar la maximación se halla la matriz 
cos sen

T
sen cos

  
     

 que efectúa la rotación

de dos factores de forma que su suma de simplicidades sea máxima.

Repitiendo el proceso para los p(p 1) / 2  pares posibles de factores, se tiene:

               11 12 13 m 1,mB LT T T T  

Cuando la rotación es de más de dos factores se realiza un procedimiento iterativo. El
primer y el segundo factor se giran según el ángulo   determinado por el procedimiento
anterior. El nuevo primer factor se gira con el tercer factor, y se sigue hasta que todos los
m(m 1) / 2  pares de factores hayan sido girados.
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La sucesión de rotaciones se denomina ciclo. Se repiten los ciclos hasta completar uno en
que todos los ángulos de giro sean menores que un cierto valor prefijado.

Una propiedad importante del método Varimax es que, después de aplicarlo, queda
inalterada tanto la varianza total explicada por los factores, como la comunalidad de cada
una de las variables.

La nueva matriz corresponde también a factores ortogonales y tiende a simplificar la matriz
factorial por columnas, siendo muy adecuada cuando el número de factores es pequeño.

Método Quartimax

Cuando se realizan rotaciones de los factores se maximizan unas cargas factoriales a costa
de minimizar otras. El método Quartimax hace máxima la suma de las cuartas potencias de
todas las cargas factoriales, es decir:
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     (máximo)

Si T es la matriz ortogonal de la transformación y B = LT . Las comunalidades
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Sumando las p variables se tiene: 
p pm m
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   constante    [1]

La expresión [1] da una estructura más simple a la matriz B, observando que el término de
la izquierda es Q y su maximación implica la minimización del término de la derecha

p m
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ji jr
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Puede considerarse la varianza de los cuadrados de todas las cargas factoriales de la
matriz, obteniéndose:
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La maximación de M también es un buen criterio de estructura simple.

Otro camino distinto consiste en hallar la matriz factorial B de modo que la curtosis de los
cuadrados de sus cargas factoriales sea máxima. Es decir,
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Se han expuesto cuatro criterios analíticos equivalentes de estructura simple (Q máximo, N
mínimo, M máximo y K máximo). La obtención de B que verifique uno cualquiera de los
criterios se consigue maximizando Q. Para obtener la matriz B que maximiza Q se sigue un
proceso análogo al de la rotación Varimax.

La nueva matriz corresponde también a factores ortogonales y tiende a simplificar la matriz
factorial, siendo muy adecuada cuando el número de factores es elevado.

Método Ortomax, Biquartimax y Equamax

En realidad sólo existen dos métodos distintos para conseguir rotaciones ortogonales que
se aproximen a la estructura simple: el método Varimax y el método Quartimax.

El método Ortomax general considera que una solución intermedia a los métodos Varimax
y Quartimax, se obtiene maximizando la función:

          B Q W   

siendo   y    parámetros a elegir.

Siendo / ( )      , después de algunas transformaciones, el método Ortomax en su
forma general consiste en maximizar:
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0 Método Ortomax general equivale al

1 Método Ortomax general equivale al

1/ 2

k / 2

  
  
  
  

método Quartimax

método Varimax

Método Biquartimax

Método Equamax

ROTACIÓN OBLICUA

Con la denominación de rotación oblicua se indica que los ejes no son ortogonales, esto es,
que no son perpendiculares.

Cuando se realiza una rotación oblicua, los factores ya no estarán incorrelacionados, con lo
que se pierde una propiedad que en principio es deseable que cumplan los factores. Sin
embargo, en ocasiones puede compensarse esta pérdida, si a cambio se consigue una
asociación más nítida de cada una de las variables con el factor correspondiente.

Se observa que con la rotación oblicua se consigue que ñas
cargas factoriales del grupo de variables E a G son más
pequeñas en el Factor 1 que cuando se aplicaba una
rotación ortogonal.
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Dado el modelo factorial L (de factores ortogonales), hay que hallar una matriz T, de modo
que P = LT  verifique unos criterios de estructura simple. Ahora no se impone restricción a
la matriz T, es decir, T puede ser no ortogonal.

La matriz P corresponderá a unos factores oblícuos y contendrá las cargas factoriales de
las variables en los factores oblícuos. No obstante, existe una matriz V de estructura
factorial oblicua tal que V = PD = LΛ , siendo D diagonal y   coincidente con T
normalizada por filas, con lo que las columnas de   son las mismas que las de P
multiplicadas por una constante.

En consecuencia, la optimización de P implica la de V y viceversa.

Existen varios métodos para alcanzar una estructura simple oblicua, unos sobre la matriz V
y otros sobre la matriz P.

Destacar que tanto en la rotación ortogonal, como en la rotación oblicua, la comunalidad de
cada variable no se modifica.

MÉTODOS DE ROTACIONES OBLÍCUAS

Método Oblimax y método Quartimin

En el método Oblimax se halla Λ  de modo que los coeficientes V = LΛ  verifiquen que:
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 sea máximo

Para obtener Λ  se empieza rotando un par de factores mediante una matriz cualquiera que
maximice  K  para este par de factores. El proceso se repite para todos los pares de
factores completando un ciclo, ciclos que también se repiten hasta que K alcance el
máximo.

En el método Quartimin se minimiza: 
p m
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ji jr
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El proceso numérico para hallar Λ  exige una larga iteración, en donde cada paso se
obtienen los vectores propios de una matriz simétrica.

Método Oblimin, Covarimin y Biquartimin

Se trata de la adaptación de la rotación de Varimax en el caso oblicuo.

 El método Covarimin consiste en minimizar las covarianzas de los cuadrados de los
coeficientes de V, es decir, minimizar la expresión:
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     Se demuestra que en el caso ortogonal equivale al método Varimax.

     El inconveniente de este método es que proporciona factores casi ortogonales, en
     contraste con los factores muy oblícuos que proporciona el método Quartimin.

 El método Oblimin general considera una solución intermedia a los métodos Covarimin
y Quartimin, minimizando la función:

        B N C / n   

     siendo   y   parámetros a elegir.

     Poniendo / ( )      , después de transformaciones, el método Oblimin en su forma
     general consiste en minimizar:
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     El grado de oblicuidad de los factores depende del parámetro 0 1  
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método Quartinin máxima oblicuidad

método Biquartimin

método Covarimin mínima oblicuidad

Método Oblimin directo: Rotación Promax

El método Oblimin directo  consiste en hallar P de modo que sea mínimo:
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   f

siendo el parámetro   el que determina el grado de oblicuidad de los factores.

 El método de rotación Promax es un método directo que se calcula sin necesidad de
procesos iterativos, resultando más simple que el resto de los métodos de rotación oblicua.
Se aplica directamente a la matriz factorial ortogonal rotada según el criterio Varimax.

Sea A la matriz factorial ortogonal rotada según el criterio Varimax. Se construye la matriz

ij(P )P  donde 
r 1
ij

ij
ij

a
P r 1

a



 

Cada elemento de P es la potencia r-ésima del respectivo elemento de A, conservando el
signo. Una carga factorial ija  grande elevada a la potencia r quedará mucho más destacada

que una saturación pequeña.

Se calcula L de modo que AL P  en el sentido de los mínimos cuadrados, siendo la
solución:

       -1L = (A'A) A'P
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La matriz L debe de ser normalizada, de modo que -1T = (L')  tenga sus factores columna de
módulo unidad. Entonces P AL  es el modelo factorial oblicuo y el grado de oblicuidad de
los factores obtenidos aumenta con el valor entero r, que tiene un papel parecido a   en los
métodos Oblimin.

PUNTUALICACIONES O MEDICIÓN DE LOS FACTORES

El análisis factorial en muchos casos es un paso previo a otros análisis, en los que se
sustituye el conjunto de variables originales por los factores obtenidos.

Es necesario hacer constar que, salvo el caso de que se haya aplicado el análisis de
componentes principales para la extracción de factores, no se obtienen una componentes
exactas para la extracción de factores. En su lugar,  es necesario realizar estimaciones
para obtenerlas.
Estas estimaciones se pueden realizar por distintos métodos. Los procedimientos más
conocidos son los de mínimos cuadrados, regresión, Anderson-Rubin y Barlett.

Algunas de las características relevantes de los métodos son:

 En el método de regresión las puntuaciones de los factores obtenidas pueden estar
correlacionadas, aun cuando se asume que los factores son ortogonales. Tampoco la
varianza de las puntuaciones de cada factor es igual a 1.

 Con el método de Anderson-Rubin se obtienen puntuaciones de los factores que están
correlacionadas y que tienen de varianza 1.

 El método de Barlett aplica el método de máxima verosimilitud, asumiendo que los
factores tienen una distribución normal con media y matriz de covarianzas dadas, donde
E(f) 0  y E(f f ') I

 Medición de componentes principales

En el caso de las componentes principales el número de factores comunes coincide con el
de variables. El método factorial será X =LF  y se pueden expresar los factores

directamente como combinación lineal de las variables poniendo -1F =L X .

Si los factores son las componentes principales, la solución es todavía más directa, ya que
premultiplicando en el modelo factorial se tiene L' X =L' LF , de donde -1F = (L' L) L' X .

Además, los vectores columna de L son vectores propios ortogonales de la matriz de
correlaciones R, siendo los cuadrados de sus módulos los valores propios
correspondientes.  Por tanto, λL' L =D es una matriz diagonal que contiene los valores

propios, y  -1
λF = (D ) L' X , pudiendo cada componente principal expresarse según la

combinación lineal:

                  
p

ij
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λ
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 Medición de los factores mediante estimación por mínimos cuadrados

Cuando el número de factores comunes es inferior a p, no es posible expresarlos
directamente en función de las variables, es decir, no es posible expresar 1 mf = (f , , f )  en

función de 1 px = (x , , x )

Interpretando x =Lf +e  como modelo lineal donde x y L son conocidos, los parámetros

desconocidos son f y e son los errores del modelo. Se puede estimar f tal que sea mínimo:

          
p

2
i i1 1 im m

i=1

(x - l f - - l f )

La estimación de f es:  ˆ -1f = (L'L) L' x

 Medición de los factores mediante estimación por mínimos cuadrados

Considerando la regresión múltiple del factor iF  sobre las variables 1 pX , , X :

         ˆ ˆ ˆˆ i 1 1 p p iF =β X + + β X =β X

iF  verifica que ˆ  
2

i iE (F -F)  es mínimo, y los coeficientes ̂  se obtienen de la relación

ˆ -1
i iβ =R δ , siendo iδ  el vector columna con las correlaciones entre el factor iF  y las

variables X.

Estimando iF  mediante ˆiF , se tiene: ˆ ' -1
i iF =δ R X

Y considerando los m  factores comunes, queda: ˆ -1f =S R x

donde  S =LT  (las columnas de T contienen las cargas factoriales de los factores oblicuos

respecto a los ortogonales) la matriz de la estructura factorial.

En el caso de factores ortogonales  S =L  y  ˆ -1f =L' R x

 Medición de los factores mediante el método de Barlett

Considera que las variables en el modelo factorial son combinación lineal de los factores
comunes, mientras que los factores únicos deben ser entendidos como desviaciones de
esta combinación lineal, por lo que deben de ser minimizadas.

Dados x y f, los valores de los factores únicos son:   




m

i ij j

j=1
i

i

x - l f

e = i =1, , p
d

Considera entonces la función 2 2
1 pG = e + + e  y se calcula f de modo que G sea mínimo.

Se tiene:
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de donde:   
p p m

ir ir
i ij j2 2

i ii=1 i=1 j=1

l l
x = l f = 0

d d

en notación matricial:  -2 -2L' D x =L' D L f

realizándose la estimación de los factores mediante: ˆ -2 -1 -2f = (L'D L) L' D x

 Medición de los factores mediante el método de Anderson y Rubin

Se trata de una modificación del método de Barlett consistente en minimizar la función
2 2

1 pG = e + + e  condicionada a que los factores estimados sean ortogonales, es decir,

ˆ ˆ
i jE(F . F ) = 0   i j .

La solución obtenida por Anderson y Rubin es:

    ˆ -1 -2f =B L' D x   con  2 -2 -2B =L' D R D A

ANÁLISIS FACTORIAL EXPLORATORIO Y CONFIRMATIVO

El análisis factorial permite analizar la dimensionalidad latente en un conjunto de n variables
observadas, expresada a través de unos factores comunes.  Se ha desarrollado una teoría,
siguiendo unos criterios de estructura simple, tomando como información principal la matriz
de correlaciones, sin utilizar ningún otro tipo de información.
Esta forma de análisis ha predominado hasta los años sesenta del siglo pasado, bajo la
influencia de Luis León Thurstone, conocida como el Análisis Factorial Exploratorio,
análisis que ha cumplido y sigue cumpliendo una meritoria labor en muchas ciencias.

No obstante, la experiencia deja ver que la utilización a ciegas del análisis factorial
exploratorio no siempre proporciona factores fácilmente interpretables. Suele dar mejor
resultado un análisis factorial realizado con un conocimiento previo de las características de
los factores. Ahora más que de una exploración se trata de confirmar unos factores más o
menos conocidos, porque han sido hallados en otros análisis similares, etc. En líneas
generales, esta es la filosofía del Análisis Factorial Confirmativo.

La utilización de un método en sentido confirmativo obliga a comprobar si las variables se
ajustan a un cierto modelo o hipótesis preexistente, de forma parcial o absoluta.

El análisis factorial puede ser correctamente utilizado en sentido confirmativo por la
especial flexibilidad del modelo factorial. Esta propiedad no la tienen, en general, otros
métodos multivariantes (análisis de correspondencias, análisis canónico, etc.), en los que
se trata de reducir la dimensión de los datos con pérdida mínima de información.

El Análisis Factorial Confirmativo normalmente trabaja sobre factores oblicuos. Dada una
matriz de correlaciones, en análisis factorial confirmativo se parte de una supuesta
estructura factorial responsable de las relaciones entre las variables.
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El caso más simple consiste en establecer una hipótesis sobre el número de factores
comunes. En general, el tipo de hipótesis hace referencia a la naturaleza de los factores
(ortogonales, oblicuos, mixtos), al número de factores comunes, o a las cargas factoriales
fijas y libres del modelo factorial.

Generalmente se realiza la estimación del supuesto modelo factorial confirmativo sujeto a
determinadas restricciones mediante el método de máxima verosimilitud. Posteriormente se
confirman las restricciones mediante un adecuado contraste de hipótesis, generalmente
basado en la razón de verosimilitudes.
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ANÁLISIS FACTORIAL SPSS (MÉTODO EXTRACCIÓN COMPONENTES PRINCIPALES)

Se carga el fichero Mundo 95.sav donde se consideran las variables: alfabet (índice de
alfabetización), inc_pob (incremento de la población), espvidaf (esperanza de la vida femenina),
mortinf (mortalidad infantil), fertilid (número promedio de hijos por mujer), tasa_nat (tasa de
natalidad), log_pib (logaritmo del PIB), urbana (población urbana) y tasa_mor (tasa de mortalidad).

Para realizar un análisis factorial: Analizar   Reducción de datos    Análisis factorial

Respecto datos, las variables deberán ser cuantitativas a nivel de intervalo o de razón:
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Los datos categóricos (país de origen o religión) no son adecuados para el análisis factorial.
Los datos deben seguir una distribución normal bivariante para cada pareja de variables, con
observaciones independientes.

El modelo de análisis factorial establece que las variables vienen determinadas por los factores
comunes (estimados por el modelo)  y por los factores únicos. Las estimaciones calculadas suponen
que ningún factor único está correlacionado con los demás, ni con los factores comunes.

La lista de variables del archivo de datos contiene un listado de todas las variables del archivo,
incluidas las variables de cadena (aunque éstas sólo pueden utilizarse como variables de selección).
Para llevar a cabo un análisis factorial:

(a) Se seleccionan el conjunto de variables que se desean analizar y  se trasladan a la lista Variables.

(b) Variable selección: Permite seleccionar una variable del archivo de datos como variable de filtro
para definir una submuestra de sujetos que cumplen una determina condición. Esta opción es
especialmente útil  cuando se ha reservado  un porcentaje de los sujetos de la muestra  para
llevar a cabo una validación cruzada del modelo final

 Trasladar al cuadro Variable selección y pulsar el  botón Valor para acceder al  subcuadro de
diálogo que se muestra en la figura:

En el cuadro de texto se introduce el valor de la variable
de selección que identifica a los casos que se desea
incluir en el análisis.
Para aprovechar al máximo las posibilidades de esta
opción, se puede utilizar el proceso Ejecutar casos no
seleccionados.
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El botón Descriptivos lleva a una pantalla donde aparecen los estadísticos relevantes.

Los Descriptivos univariados incluyen la media, la desviación típica y el número de casos válidos
para cada variable.

La Solución inicial muestra las comunalidades iniciales, los autovalores y el porcentaje de varianza
explicada.

En el cuadro Matriz de correlaciones: Coeficientes,
Niveles de significación, Determinante, KMO y
esfericidad de Barlett, Inversa, Reproducida y Anti‐
imagen.

El botón de Extracción lleva a una pantalla donde figura el cuadro Método,  donde se puede
especificar el método de extracción factorial. Los métodos disponibles son: Componentes
principales, Mínimos cuadrados no ponderados, Mínimos cuadrados generalizados, Máxima
verosimilitud, Factorización de ejes principales,  Análisis Alfa y Análisis Imagen.
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El cuadro Analizar permite especificar una
Matriz de correlaciones o una Matriz de
covarianzas.

En el cuadro Extraer se pueden retener
todos los factores cuyos autovalores
excedan un valor especificado o retener un
número específico de factores.

El cuadro Mostrar permite solicitar la solución factorial sin rotar y el gráfico de sedimentación de los
autovalores.

El botón Nº máximo de iteraciones para convergencia permite especificar el número máximo de
pasos que el algoritmo puede seguir para estimar la solución.

El botón Rotación  lleva a una pantalla que permite seleccionar el método de rotación factorial. Los
métodos disponibles son:  Varimax, Equamax, Quartimax, Oblimin directo y Promax.

El cuadro Mostrar permite incluir los resultados de la solución rotada, así como los gráficos de las
saturaciones para los dos o tres primeros factores.

El botón Nº máximo de iteraciones para convergencia permite especificar el número máximo de
pasos que el algoritmo elegido puede seguir hasta llevar a cabo la rotación.

El botón Puntuaciones  conduce a una pantalla cuyo botón Guardar como variables crea una nueva
variable para cada factor en la solución final que contiene las puntuaciones.
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El cuadro Mostrar matriz de los coeficientes de las puntuaciones factoriales ofrece los coeficientes
por los cuales se multiplican las variables para obtener puntuaciones factoriales. También muestra
las correlaciones entre las puntuaciones factoriales.

El botón Opciones  lleva a una pantalla, donde el cuadro Valores perdidos permite especificar el
tratamiento que reciben los valores perdidos.  Permite las opciones: Excluir casos según lista, Excluir
casos según pareja y Reemplazar por la media.

El cuadro Formato de visualización de los coeficientes permite controlar aspectos de las matrices
de los resultados. Los coeficientes se ordenan por tamaño y se suprimen aquéllos cuyos valores
absolutos sean menores que el valor especificado.

En todas las pantallas el botón Continuar permite
pasar a la figura de la derecha.

Una vez elegidas las mismas, se pulsa el botón
Aceptar para obtener los resultados del análisis
factorial según se muestran en el Visor del SPSS.



39

El Visor  ofrece los resultados que se muestran:

Se puede ir seleccionando los distintos tipos
de resultados haciendo clic sobre ellos.

 Los resultados ofrecen la matriz de las correlaciones, es decir, los coeficientes de correlación de
Pearson entre cada par de variables. Si no se especifica lo contrario,  ésta es la matriz  de la cual
parte el análisis factorial.

El valor del determinante es  702,01 . 10 , que al ser muy pequeño indica que el grado de

intercorrelación entre las variables e muy alto, condición inicial que debe de cumplir el análisis en
componentes principales.
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  Con el método de extracción de componentes principales (método que actúa por defecto), la
matriz de correlaciones se auto‐descompone en sus autovalores y autovectores que alcanzan la
solución factorial. El resto de métodos de actuación se basan en una transformación de la matriz de
correlaciones.

Para que el análisis sea fructífero es conveniente que la matriz contenga grupos de variables que
correlacionen fuertemente entre sí. Una matriz de correlaciones próxima a una matriz identidad
indica que el análisis factorial a una solución deficiente. Para hacerse una idea sobre el grado de
relación existente entre las variables, la tabla además de la matriz de las correlaciones, ofrece el
nivel crítico unilateral (Sig.unilateral)  asociado a cada coeficiente de correlación (el nivel crítico
bilateral se obtiene multiplicando por 2 el unilateral).

Un nivel crítico menor que 0,05  indica que la correlación poblacional entre el correspondiente par
de variables  puede ser considerada significativamente distinta de cero. Lo deseable, en
consecuencia, es encontrar muchos niveles críticos pequeños.

En una nota, a pie de tabla, aparece el valor del determinante de la matriz de correlaciones. Si las
variables de la matriz están linealmente relacionadas, el valor del determinante se aproxima a cero,
lo que refleja un buen síntoma de cara a la idoneidad del análisis factorial.

 Los resultados recogen la tabla de la inversa de la matriz de correlaciones. Esta matriz se
encuentra estrechamente relacionada con la matriz anti‐imagen que se muestra más abajo. Si el
determinante de la matriz de correlaciones vale exactamente cero, el programa emite una
advertencia indicando que no es posible calcular la matriz inversa, en cuyo caso tampoco será
posible utilizar alguno de los métodos de extracción (entre otros, ejes principales o máxima
verosimilitud)
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 Estadístico KMO y la prueba de Barlett

El estadístico KMO vale 0,865, valor cercano a la unidad, lo que indica una adecuación excelente de
los datos a un modelo de análisis factorial.

  La medida de adecuación muestral de Kaiser‐Meyer‐Olkin (KMO) es un índice que compara la
magnitud de los coeficientes de correlación observados con la magnitud de los coeficientes de
correlación parcial. Si el valor KMO es próximo a 1 los datos tienen una excelente adecuación al
modelo factorial. Los valores por debajo de 0,6 se consideran mediocres, puede que no sea
pertinente utilizar el análisis factorial con esos datos. (La diagonal de la matriz de correlaciones
anti‐imagen incluye los coeficientes de adecuación muestral para cada variable individualmente
considerada).

El contraste de Bartlett refleja que no es significativa la hipótesis nula de variables iniciales
incorreladas, por lo que tiene sentido aplicar el análisis factorial.

  La prueba de esfericidad de Bartlett contrasta la hipótesis nula de que la matriz de correlaciones
observada es en realidad una matriz identidad. Asumiendo que los datos provienen de una
distribución normal multivariante, el estadístico de Bartlett se distribuye aproximadamente según el
modelo de probabilidad chi‐cuadrado y es una transformación del determinante de la matriz de

correlaciones. Si el nivel crítico (Sig) es mayor que 0,05  Sig 0,05  no se puede rechazar la

hipótesis nula de esfericidad y, en consecuencia,  no se puede asegurar que el modelo factorial sea
adecuado para los datos.

 El siguiente elemento a analizar son la matriz de varianzas‐covarianzas anti‐imagen y la matriz de
correlaciones anti‐imagen.

La matriz de correlaciones anti‐imagen se encuentra relacionada con la inversa de la matriz de
correlaciones y se utiliza como diagnóstico de la adecuación de los datos a un modelo factorial.

En este contexto, un coeficiente de correlación parcial expresa el grado de relación entre dos
variables tras eliminar el efecto de las restantes variables incluidas en el análisis.

Cuando las variables incluidas en el análisis comparten gran cantidad de información debido a la
presencia de factores comunes, la correlación parcial entre cualquier par de variables debe de ser
reducida.  Por el contrario, cuando dos variables comparten gran cantidad de información entre
ellas, pero no la comparten con el resto de variables (en consecuencia, tampoco con los factores
comunes), la correlación parcial entre ellas será elevada, siendo esto un mal síntoma de cara a la
idoneidad del análisis factorial.

Por otra parte,  las correlaciones parciales son también estimaciones de las correlaciones entre los
factores únicos (existe un valor único para cada variable del modelo).
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Puesto que los factores únicos son independientes entre sí, las correlaciones parciales deben de ser
próximas a cero. Es decir, estos coeficientes deben de ser bajos para que las variables compartan
factores comunes.

Los elementos de la diagonal de esta matriz son similares al estadístico KMO para cada par de
variables e interesa que estén cercanos a la unidad.

La correlación anti‐imagen es el negativo de la correlación parcial  entre dos variables. Si la matriz de
correlaciones anti‐imagen contiene una gran proporción de coeficientes elevados, el modelo
factorial puede no ser adecuado para analizar los datos.

Los valores de la diagonal de la matriz de covarianza anti‐imagen se obtienen restando a 1  la
correlación múltiple al cuadrado entre cada variable y las restantes variables del análisis.
Representan, por tanto, una estimación de la unicidad de cada variable, o lo que es lo mismo, una
estimación de lo que cada variable tiene de propio o de no compartido con las demás variables.

 Las Comunalidades iniciales valen 1 porque se ha elegido el método de componentes
principales.

El gráfico de sedimentación indica que sólo son mayores que 1 los autovalores de las dos primeras
variables, con lo que estas dos variables resumirán al resto representándolas de forma coherente,
es decir, serán las 2 componentes principales que resumen toda la información.
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La Varianza total explicada muestra que las dos primeras componentes resumen el 87,175% de la
varianza total.
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 La Matriz de componentes, con el método
de extracción de análisis de componentes
principales, recoge la carga o ponderación de
cada factor en cada una de las variables.

Según la información de la matriz de
componentes, las variables iniciales definidas
en función de las componentes (factores) son
de la siguiente forma:

1 2

1 2

1 2

alfabet 0,925C 0,67C

inc_pob 0,727C 0,656C

tasa_mor 0,568 C 0,737C

  
  


  



Para interpretar mejor las componentes se pueden
representar las variables originales en el espacio de las dos
primeras componentes.  Haciendo clic en el botón

Rotación  se elige Gráfico de saturaciones, con Método

Ninguno
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Se observa que la primera componente está correlacionada positivamente con tasa_nat, mortinf  y
fertilid.  También lo estaría con inc_pob y tasa_mor, aunque estos puntos están más próximos del
eje de ordenadas de la segunda componente que del eje de abscisas de la primera componente.

De otra parte, al estar los puntos situados a la izquierda del eje de ordenadas, la primera
componente está correlacionada negativamente con espvidaf, urbana,  log_pib y alfabet.

La segunda componente está correlacionada positivamente con inc_pob y  negativamente con
tasa_mor.

La identificación de las componentes no es muy clara porque las variables no están suficientemente
cercanas al eje de ordenadas para asegurar que se relacionen claramente con la segunda
componente. Se procedería a realizar una rotación Varimax, que en este claro tampoco aclara la
situación.

De la Matriz de los coeficientes para el cálculo de las puntuaciones en las componentes se pueden
deducir la relación entre componentes (factores) y variables:

1C 0,138 alfabet 0,109 inc_pob 0,117 urbana 0,085 tasa_mor     

2C 0,054 alfabet 0,527 inc_pob 0,240 urbana 0,592 tasa_mor     

En el Editor de datos se han guardado como variables  las puntuaciones en las componentes
(factores) con nombres FAC1_1 y FAC2_1
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Estos valores son los que se pueden utilizar en análisis posteriores (regresión, cluster, etc.) como
variables sustitutas de las iniciales que las resumen.
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ANÁLISIS FACTORIAL SPSS (MÉTODO EXTRACCIÓN DIFERENTES)

Se carga el fichero empleados.sav  se cargan las variables educ (nivel educativo), catlab (categoría
laboral), salario (salario actual), salini (salario inicial), tiempemp (meses de contrato), expprev
(experiencia previa) y edad, con el cometido de resumir, mediante un número reducido de
dimensiones o factores, la información disponible sobre las características laborales de un conjunto
de empleados de banca.

La variable edad se ha creado a partir de la variable fechnac (fecha de nacimiento), mediante la
expresión:  CTIME.DAYS(DATE.DMY(31,12,1998) ) / 365 edad fecnach

Para realizar un análisis factorial: Analizar   Reducción de datos    Análisis factorial
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El botón Descriptivos lleva a una pantalla donde aparecen los estadísticos relevantes.

Los Descriptivos univariados incluyen la media, la
desviación típica y el número de casos válidos para cada
variable.

La Solución inicial muestra las comunalidades iniciales,
los autovalores y el porcentaje de varianza explicada.

En el cuadro Matriz de correlaciones: Coeficientes,
Niveles de significación, Determinante, KMO y
esfericidad de Barlett, Inversa, Reproducida y Anti‐
imagen.

El botón de Extracción lleva a una pantalla
donde figura el cuadro Método,  donde se
puede especificar el método de extracción
factorial. Los métodos disponibles son:
Componentes principales, Mínimos cuadrados no
ponderados, Mínimos cuadrados generalizados,
Máxima verosimilitud, Factorización de ejes
principales,  Análisis Alfa y Análisis Imagen.

El cuadro Analizar permite especificar una
Matriz de correlaciones o una Matriz de
covarianzas.

En el cuadro Extraer se pueden retener
todos los factores cuyos autovalores
excedan un valor especificado o retener un
número específico de factores.

El cuadro Mostrar permite solicitar la solución factorial sin rotar y el gráfico de sedimentación de los
autovalores.

El botón Nº máximo de iteraciones para convergencia permite especificar el número máximo de
pasos que el algoritmo puede seguir para estimar la solución.



49

El botón Rotación  lleva a una pantalla que permite seleccionar el método de rotación factorial. Los
métodos disponibles son:  Varimax, Equamax, Quartimax, Oblimin directo y Promax.

El cuadro Mostrar permite incluir los resultados de la solución rotada, así como los gráficos de las
saturaciones para los dos o tres primeros factores.

El botón Nº máximo de iteraciones para convergencia permite especificar el número máximo de
pasos que el algoritmo elegido puede seguir hasta llevar a cabo la rotación.

El botón Puntuaciones  conduce a una pantalla cuyo botón Guardar como variables crea una nueva
variable para cada factor en la solución final que contiene las puntuaciones.

El cuadro Mostrar matriz de los coeficientes de las puntuaciones factoriales ofrece los coeficientes
por los cuales se multiplican las variables para obtener puntuaciones factoriales. También muestra
las correlaciones entre las puntuaciones factoriales.

El botón Opciones  lleva a una pantalla, donde el
cuadro Valores perdidos permite especificar el
tratamiento que reciben los valores perdidos.
Permite las opciones: Excluir casos según lista,
Excluir casos según pareja y Reemplazar por la
media.
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El cuadro Formato de visualización de los coeficientes permite controlar aspectos de las matrices
de los resultados. Los coeficientes se ordenan por tamaño y se suprimen aquéllos cuyos valores
absolutos sean menores que el valor especificado.

En todas las pantallas el botón Continuar permite
pasar a la figura de la derecha.

Una vez elegidas las mismas, se pulsa el botón
Aceptar para obtener los resultados del análisis
factorial según se muestran en el Visor del SPSS.

El Visor  ofrece los resultados que se muestran:

Se puede ir seleccionando los
distintos tipos de resultados
haciendo clic sobre ellos.

 Los resultados ofrecen la matriz de las correlaciones, es decir, los coeficientes de correlación de
Pearson entre cada par de variables. Si no se especifica lo contrario,  ésta es la matriz  de la cual
parte el análisis factorial.
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El valor del determinante es 0,012 , que al ser muy pequeño indica que el grado de intercorrelación

entre las variables e muy alto, condición inicial que debe de cumplir el análisis en componentes
principales.
  Con el método de extracción de componentes principales (método que actúa por defecto), la
matriz de correlaciones se auto‐descompone en sus autovalores y autovectores que alcanzan la
solución factorial. El resto de métodos de actuación se basan en una transformación de la matriz de
correlaciones.

Para que el análisis sea fructífero es conveniente que la matriz contenga grupos de variables que
correlacionen fuertemente entre sí. Una matriz de correlaciones próxima a una matriz identidad
indica que el análisis factorial a una solución deficiente. Para hacerse una idea sobre el grado de
relación existente entre las variables, la tabla además de la matriz de las correlaciones, ofrece el
nivel crítico unilateral (Sig.unilateral)  asociado a cada coeficiente de correlación (el nivel crítico
bilateral se obtiene multiplicando por 2 el unilateral).

Un nivel crítico menor que 0,05  indica que la correlación poblacional entre el correspondiente par
de variables  puede ser considerada significativamente distinta de cero. Lo deseable, en
consecuencia, es encontrar muchos niveles críticos pequeños.

En una nota, a pie de tabla, aparece el valor del determinante de la matriz de correlaciones. Si las
variables de la matriz están linealmente relacionadas, el valor del determinante se aproxima a cero,
lo que refleja un buen síntoma de cara a la idoneidad del análisis factorial.

 Los resultados recogen la tabla de la inversa de la matriz de correlaciones. Esta matriz se
encuentra estrechamente relacionada con la matriz anti‐imagen que se muestra más abajo. Si el
determinante de la matriz de correlaciones vale exactamente cero, el programa emite una
advertencia indicando que no es posible calcular la matriz inversa, en cuyo caso tampoco será
posible utilizar alguno de los métodos de extracción (entre otros, ejes principales o máxima
verosimilitud)

 Estadístico KMO y la prueba de Barlett
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El estadístico KMO vale 0,724, valor cercano a la unidad, lo que indica una adecuación excelente de
los datos a un modelo de análisis factorial.

  La medida de adecuación muestral de Kaiser‐Meyer‐Olkin (KMO) es un índice que compara la
magnitud de los coeficientes de correlación observados con la magnitud de los coeficientes de
correlación parcial. Si el valor KMO es próximo a 1 los datos tienen una excelente adecuación al
modelo factorial. Los valores por debajo de 0,6 se consideran mediocres, puede que no sea
pertinente utilizar el análisis factorial con esos datos. (La diagonal de la matriz de correlaciones
anti‐imagen incluye los coeficientes de adecuación muestral para cada variable individualmente
considerada).

El contraste de Bartlett refleja que no es significativa la hipótesis nula de variables iniciales
incorreladas, por lo que tiene sentido aplicar el análisis factorial.

  La prueba de esfericidad de Bartlett contrasta la hipótesis nula de que la matriz de correlaciones
observada es en realidad una matriz identidad. Asumiendo que los datos provienen de una
distribución normal multivariante, el estadístico de Bartlett se distribuye aproximadamente según el
modelo de probabilidad chi‐cuadrado y es una transformación del determinante de la matriz de

correlaciones. Si el nivel crítico (Sig) es mayor que 0,05  Sig 0,05  no se puede rechazar la

hipótesis nula de esfericidad y, en consecuencia,  no se puede asegurar que el modelo factorial sea
adecuado para los datos.

 El siguiente elemento a analizar son la matriz de varianzas‐covarianzas anti‐imagen y la matriz de
correlaciones anti‐imagen.

La matriz de correlaciones anti‐imagen se encuentra relacionada con la inversa de la matriz de
correlaciones y se utiliza como diagnóstico de la adecuación de los datos a un modelo factorial.

En este contexto, un coeficiente de correlación parcial expresa el grado de relación entre dos
variables tras eliminar el efecto de las restantes variables incluidas en el análisis.

Cuando las variables incluidas en el análisis comparten gran cantidad de información debido a la
presencia de factores comunes, la correlación parcial entre cualquier par de variables debe de ser
reducida.  Por el contrario, cuando dos variables comparten gran cantidad de información entre
ellas, pero no la comparten con el resto de variables (en consecuencia, tampoco con los factores
comunes), la correlación parcial entre ellas será elevada, siendo esto un mal síntoma de cara a la
idoneidad del análisis factorial.



53

Por otra parte,  las correlaciones parciales son también estimaciones de las correlaciones entre los
factores únicos (existe un valor único para cada variable del modelo).
Puesto que los factores únicos son independientes entre sí, las correlaciones parciales deben de ser
próximas a cero. Es decir, estos coeficientes deben de ser bajos para que las variables compartan
factores comunes.

La correlación anti‐imagen es el negativo de la correlación parcial  entre dos variables. Si la matriz de
correlaciones anti‐imagen contiene una gran proporción de coeficientes elevados, el modelo
factorial puede no ser adecuado para analizar los datos.

Los valores de la diagonal de la matriz de covarianza anti‐imagen se obtienen restando a 1  la
correlación múltiple al cuadrado entre cada variable y las restantes variables del análisis.
Representan, por tanto, una estimación de la unicidad de cada variable, o lo que es lo mismo, una
estimación de lo que cada variable tiene de propio o de no compartido con las demás variables.

 La tabla de Comunalidades contiene las asignadas inicialmente a las variables (Inicial) y las
comunidades reproducidas por la solución factorial (Extracción).

La Comunalidad de una variable es la proporción de su varianza que puede ser explicada  por el
modelo factorial obtenido. Observando las comunalidades de la extracción  se pueden valorar
cuáles de las variables son peor explicadas por el modelo.  La variable nivel educativo (educ) es la
peor explicada, el modelo sólo puede reproducir el 68,2% de su variabilidad original.

En una nota a pie de tabla puede verse que el método de extracción utilizado es el de componentes
principales. El Análisis de componentes principales asume que es posible explicar el 100% de la
varianza observada y, en consecuencia, todas las comunalidades iniciales son iguales a 1.

A partir de la tabla de Comunalidades es suficiente para todas las variables incluidas en el análisis.
También se puede plantear en este momento sí, dando por bueno el número de factores extraídos,
alguna de las variables incluidas pudiera quedar fuera del análisis.

El gráfico de sedimentación indica que sólo son mayores que 1 los autovalores de las tres primeras
variables, con lo que estas tres variables resumirán al resto representándolas de forma coherente,
es decir, serán las 3 componentes principales que resumen toda la información.

En la tabla de Varianza total explicada muestra, los autovalores expresan la cantidad de la varianza
total que está explicada por cada factor. Los porcentajes de varianza explicada asociados a cada
factor se obtienen dividiendo su correspondiente autovalor por la suma de los autovalores (que
coincide con el número de variables).
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Por defecto, se extraen tantos factores como autovalores mayores que 1 tiene la matriz, por lo que
el procedimiento extrae 3 factores que consiguen explicar el  86,174% de la varianza total.

La información de la tabla puede utilizarse para tomar una decisión sobre el número idóneo de
factores que deben extraerse.  Si se quisiera explicar un mínimo de la variabilidad contenida en la
tabla sería necesario extraer 4  factores.

 La matriz de componentes ofrece la solución factorial, contiene las correlaciones entre las
variables originales (o saturaciones) y cada uno de los factores.

Señalar que esta matriz cambia de denominación dependiendo del método de extracción elegido.
También recibe el nombre de estructura factorial.

La Matriz de componentes, con el
método de extracción de análisis de
componentes principales, recoge la
carga o ponderación de cada factor en
cada una de las variables.

Según la información de la matriz de
componentes, las variables iniciales
definidas en función de las
componentes (factores) son de la
siguiente forma:

1 2 3

1 2 3

1 2 3

educ 0,806 C 1,72C 0,47C

cathab 0,843C 0,260C 0,61C

edad 0,232C 0,914C 0,26C
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De la Matriz de los coeficientes para el cálculo de las puntuaciones en las componentes se pueden
deducir la relación entre componentes (factores) y variables:

1C 0,255 0,266 0,056 0,073    educ catlab expprev edad

2C 0,093 0,140 0,449 0,492     educ catlab expprev edad

3C 0,046 0,060 0,041 0,026    educ catlab expprev edad

En el Editor de datos se han guardado como variables  las puntuaciones en las componentes
(factores) con nombres FAC1_1 , FAC2_1 y  FAC3_1

Estos valores son los que se pueden utilizar en análisis posteriores (regresión, cluster, etc.) como
variables sustitutas de las iniciales que las resumen.
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 El Visor ofrece al final la matriz de las correlaciones reproducidas y no junto al resto de
estadísticos descriptivos.

La matriz contiene todas las correlaciones que se pueden reproducir utilizando sólo la información
contenida en el análisis factorial. Es decir, utilizando la matriz de componentes. Por tanto, la matriz
reproducida se obtiene post‐multiplicando la matriz factorial por su traspuesta.

Además de la matriz de correlaciones reproducidas  se incluye la matriz residual, que contiene los
residuos del análisis factorial. Cada residuo expresa la diferencia existente entre la correlación
observada entre dos variables y la correlación reproducida por la estructura factorial para esas dos
variables. Si el análisis ha sido satisfactorio la mayoría de las correlaciones reproducidas  se
parecerán a las correlaciones observadas y los residuos serán muy pequeños.

Como orientación, se incluye una nota a pie de tabla que contabiliza el número de residuos mayores
que 0,05 (valor arbitrariamente pequeño) y el porcentaje que ese número representa sobre el total
de correlaciones no redundantes de la matriz.

 MÉTODO FACTORIZACIÓN DE EJES PRINCIPALES

Para cambiar el modelo factorial utilizado, se recurre al botón  Extracción...

El Visor ofrece los resultados:
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 La tabla de Comunalidades recoge ahora una estimación inicial de las comunalidades de las
variables. Esta estimación se realiza calculando, para cada variable, la correlación múltiple al
cuadrado entre esa variable y las restantes variables incluidas en el análisis.

Se asume que si una variable esta muy relacionada con las restantes variables del análisis, tenderá a
compartir su información en un factor común. Sin embargo, los supuestos de la regresión múltiple
(en los que se basa el coeficiente de correlación múltiple) no son los mismos que los del análisis
factorial y por ello,  la estimación inicial de la comunalidad y la cantidad de varianza que cada
variable comparte con las demás a través de los factores comunes, rara vez coincide.

De hecho, en la tabla se puede apreciar que los valores de las comunalidades iniciales y los valores
de las comunalidades de la extracción son diferentes.

Las comunalidades de la extracción se calculan,  para una variable dada, elevando al cuadrado las
saturaciones de esa variable en cada uno de los factores y sumando después esos cuadrados.

El método de ejes principales es un método iterativo, esto es, un método que se ejecuta
repetitivamente hasta alcanzar la solución idónea. Procede de la siguiente forma:

       Comienza estimando la comunalidad inicial de cada variable mediante el coeficiente de
correlación múltiple entre esa variable y todas las demás. Esas comunalidades estimadas sustituyen
a los valores originales de la diagonal de la matriz de correlaciones, dando lugar a la matriz de
correlaciones reducida (denominada así porque los nuevos valores son normalmente menores que
los 1 originales de la matriz de correlaciones).

A continuación, la matriz de correlaciones reducida se descompone en autovalores y autovectores.
Los autovectores resultantes  (en número igual al de autovalores mayores que 1 en la matriz
original, si no se ha variado este criterio) , se re‐escalan y pasan a formar la matriz factorial de la
primera iteración. A partir de la matriz factorial se calculan las estimaciones de las comunalidades
de la extracción.

Las comunalidades estimadas mediante la correlación múltiple al cuadrado y las estimadas a partir
de la matriz factorial rara vez coinciden. Además, las estimaciones de las comunalidades obtenidas a
partir de la matriz factorial dependen del número de factores contenidos en la solución factorial y
podría ocurrir que el número de factores de la solución obtenida no fuera el óptimo.

De cualquier modo, el objetivo de la extracción con el método de ejes principales consiste en insertar
en la diagonal de la matriz de correlaciones la mejor estimación posible de las comunalidades de las
variables a partir del número de factores seleccionado.

Por ello, en una segunda iteración , las comunalidades inicialmente estimadas se sustituyen por las
comunalidades estimadas a partir de la matriz factorial y se repite la auto‐descomposición de la
nueva matriz reducida. Con ello se obtiene una nueva matriz factorial y un nuevo conjunto de
estimaciones de las comunalidades. Las nuevas estimaciones se comparan con las últimas insertadas
en la diagonal de la matriz de correlaciones al iniciar la iteración. Si los valores de las estimaciones
no difieren sensiblemente entre sí la extracción finaliza (por defecto, se admite una diferencia
menor de 0,001); en caso contrario, se repiten las iteraciones hasta alcanzar el criterio de
convergencia o el máximo de 25 iteraciones.
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Se aprecia que la variable tiempemp (meses
desde el contrato) apenas correlaciona con las
restantes variables, por lo que la estimación
inicial de su comunalidad es bastante reducida
0,069. Tras finalizar la extracción, la
comunalidad para esta variable no ha
mejorado mucho 0,233.

 La tabla de Varianza total explicada cambia con el nuevo método de extracción, ahora el tercer
factor explica el 3,761% de la varianza y su nuevo valor es muy inferior a 1.

Con este método de extracción se observa que las sumas de cuadrados de la columna Total no
coinciden con los autovalores.

El dato obtenido con el tercer factor de extracción hace pensar que seguramente no es relevante
desde el punto de vista de la proporción de varianza que consigue explicar.

 La tabla de Matriz factorial obtenida por el método de Factorización del eje principal
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En una nota a pie de tabla se advierte que no se ha conseguido  alcanzar el criterio de
convergencia, puesto que se han sobrepasado las 25 iteraciones establecidas por defecto y dado
que alguna de las comunalidades, posiblemente la correspondiente a la variable tiempemp (meses
desde el contrato) todavía difiere de su estimación en la iteración anterior en más de 0,001 (en
concreto difiere en 0,003). La extracción no se considera satisfactoria.

Probablemente, aumentando el número de iteraciones admisibles se podría llegar a una estimación
estable. Sin embargo, antes de tomar esta decisión, es conveniente valorar la solución obtenida.

Comparando la solución actual con la obtenida con el método de componentes principales no
existen diferencias muy notables.

El primer factor sigue agrupando las variables que corresponden a la promoción dentro de la
empresa. El segundo factor agrupa a las variables que corresponden a la veteranía laboral.  El tercer
factor sólo a la variable tiempemp  (meses de contrato) saturada en él, dicha variable no satura en
ningún otro factor.

Con la filosofía de encontrar factores comunes que agrupen variables que correlacionen entre sí, el
tercer factor carece de sentido y también carece de sentido incluir en el análisis factorial la variable
tiempemp, puesto que no correlaciona con ninguna otra variable de las utilizadas. En consecuencia,
parece más razonable excluir dicha variable del análisis que aumentar el número de iteraciones.

  Antes de excluir la variable  tiempemp  del análisis, se solicita la extracción de 2 factores para
valorar su influencia en el método de extracción.
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En esta nueva situación, todas las comunalidades
mejoran tras la extracción, excepto la variable
tiempemp  (meses de contrato) que empeora.

Como no se ha extraído el factor en el que podría saturar de manera única la variable tiempemp, la
estimación de su comunalidad no puede ser actualizada (como ocurría anteriormente)  y la solución
factorial no la considera como una variable común a las demás.

A la vista del resultado, la decisión más acertada es excluir la variable del análisis, sin variar ya el
número de factores.

 La tabla de la Varianza total explicada ofrece la suma de las saturaciones al cuadrado
(estimaciones de los autovalores tras la extracción) sólo para los dos factores solicitados. Ambas
sumas de cuadrados son mayores que 1, indicando que es un buen indicador desde el punto de vista
del número idóneo de factores.

En esta tabla todavía se encuentra incluida la información correspondiente a la variable tiempemp,
representando un inconveniente puesto que los cálculos asumen que se desea explicar la
variabilidad de 7 variables cuando en realidad sólo 6 de ellas son pertinentes.

Basta recordar que la proporción de varianza explicada por un factor se obtiene dividiendo ese
autovalor por el número de variables. En este sentido, 2,942 / 7 42,024%  cuando debía ser

2,942 / 6 49,013% . Es decir, los dos factores extraídos estarían explicando el 76,59% en lugar del

65,664%
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Como no se ha alterado el número de
variables, el gráfico de sedimentación no ha
cambiado (el gráfico representa los
autovalores iniciales de la matriz de
correlaciones inicial).

Para que el gráfico sea de utilidad se debe
excluir del análisis la variable que no forma
parte de la solución factorial.

 La Matriz factorial refleja que la variable tiempemp no comparte información con las restantes
variables, no satura en ninguno de los factores. La extracción ha alcanzado el criterio de
convergencia en 10 iteraciones, a pesar de la variable de ruido que se ha dejado permanecer en el
análisis. Dado que el número de factores esta bien determinado, la variable de ruido no afecta
sensiblemente en la estimación, aunque si ha afectado en los cálculos de la varianza total explicada.

  Finalmente,  se repite el proceso con el método de Factorización de ejes principales,

excluyendo del análisis la variable tiempemp, forzando una solución de 2 factores.

En la tabla de Comunalidades no aparece la
variable tiempemp, las estimaciones iniciales
son bastante buenas y próximas a las
estimaciones obtenidas tras la extracción.
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La tabla de Varianza total explicada muestra que se han incluido 6 variables en el análisis, con lo que
sólo es posible extraer 6 factores como máximo.

Sólo 2 de los autovalores contienen información sustancial sobre la varianza común disponible, los
restantes autovalores son bastante más pequeños que 1.

Sin embargo, con sólo dos factores se puede explicar  el 83,688% de la varianza total de la matriz de
las correlaciones. Tras la extracción, los autovalores de la matriz de correlaciones reducida suponen
el 76,585% (de forma aproximada, se ha tratado que el porcentaje de varianza explicada  está
calculado a partir del número de variables de la matriz de correlaciones y no a partir de la traza de la
matriz de correlaciones reducida, que sería posiblemente más adecuado).

El Gráfico de sedimentación resulta mucho más
claro, con una clara inflexión a partir del tercer
factor,  por lo que se deben incluir sólo 2
factores.

Los restantes factores deben considerarse
residuales y si su valor no es exactamente cero es
debido al error muestral inherente a las
estimaciones de las correlaciones.

A partir de las saturaciones de la Matriz factorial
es fácil inferir la correspondencia entre cada
variable y cada uno de los factores extraídos.

Factor 1 (promoción):  Nivel educativo,
Categoría laboral, Salario actual y Salario inicial.

Factor 2 (veteranía laboral): Experiencia previa y
Edad.
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Todas las variables del análisis saturan mayoritariamente en uno de los factores y ninguna de ellas
presenta indicios que hagan sospechar de su falta de adecuación a la solución.

Para interpretar mejor los factores se pueden representar las variables en el espacio de los dos

primeros factores. Basta elegir el botón  Rotación Gráficos de saturaciones

Un gráfico de saturaciones factoriales es un diagrama de dispersión en que los factores definen los
ejes del espacio y las variables constituyen los puntos del diagrama.

Con el objetivo de mejorar la interpretación de la estructura factorial se realiza una rotación
Varimax. Cuando las variables saturan en más de un factor o existe un factor general  que domina la
solución, la rotación puede ser de gran utilidad para interpretar los resultados.

Otro de los motivos que justifican la rotación es que la solución factorial original es siempre
ortogonal  (los factores no rotados son siempre independientes entre sí). Sin embargo, existe un
gran número de situaciones (en especial en las ciencias sociales) en las que los factores pueden
estar relacionados entre sí. En estos casos, si se desea estimar el grado de relación existente entre
los factores, debe recurrirse a una rotación oblicua.

Para solicitar un modelo de rotación
(manteniendo  las mismas 6 variables, forzando
una rotación de 2 factores y utilizando ejes
principales como método de extracción), en el

botón   Rotación Varimax
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La matriz de los factores rotados, comparándola con la matriz factorial sin rotar, ha mejorado algo la
saturación de las dos variables (expprev y edad) agrupadas en el segundo factor y han disminuido en
el primer factor.

  Si la saturación de una variable aumenta en un factor, su saturación en los restantes factores
debe disminuir para que se mantenga inalterado el valor de su comunalidad.

La variable catlab (categoría laboral) se ha desplazado hacía su factor (el primero), disminuyendo  su
saturación en el segundo factor.  Sin embargo, la variable educ (nivel educativo) que antes saturaba
fundamentalmente en el primer factor, después de rotar a perdido parte de su correlación con él en
beneficio del segundo factor, con el que ahora comparte más información.

En resumen, el proceso de rotación busca lo que Thurstone (1947) denominó una estructura simple:
variables que saturen, si es posible, en único factor y factores que contengan un número reducido
de variables que saturen de forma exclusiva y inequívocamente con ellos.

Si existen  variables que comparten información con varios factores entorpecen el proceso de
rotación y, en lugar de una elevada saturación en un único factor, tenderán a mostrar saturaciones
moderadas en varios factores (como pasa con la variable educ).

La matriz de transformación de factores es la utilizada para rotar la solución inicial. Adopta la forma:

   T   con 

cos sen
T

sen cos

cos sen
T

sen cos

   
      


         

rotaciónensentido agujas del reloj

rotaciónensentido contrario agujas del reloj

donde   es la matriz de estructura factorial antes de la rotación, T es la matriz de transformación y
  es la matriz de estructura factorial después de la rotación.

 Varimax es un método de rotación ortogonal que minimiza el número de variables que tienen
saturaciones altas en cada factor. Simplifica la interpretación de los factores optimizando la solución
por columna.

Como el método de rotación utilizado es ortogonal, los ejes rotados seguirán siendo ortogonales e
independientes entre sí, es decir, formando un ángulo de 90º entre ellos.
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0,985 0,175

0,175 0,985

 
   

 
T    

Despejando, el ángulo de rotación es aproximadamente de 10º en contra de las agujas del reloj.

El gráfico muestra con claridad como las variables pertenecientes al factor 2 se han aproximado más
a él. El grupo de variables pertenecientes al factor 1 ahora se encuentran atravesadas por el eje que
representa dicho factor y como la variable educ (nivel educativo) se ha distanciado del factor 1, lo
que conduce a pensar que esta variable comparte información con el factor 2.

Observando el gráfico y la matriz de factores rotados, se puede pensar que las personas de mayor
edad  (edad) y experiencia (expprev) tienden a presentar un menor nivel educativo (educ).

De la Matriz de los coeficientes para el cálculo de
las puntuaciones factoriales se pueden deducir la
relación entre componentes (factores) y
variables:
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1C 0,065 0,085 0,064 0,072    educ catlab expprev edad

2C 0,043 0,055 0,526 0,435     educ catlab expprev edad

Las puntuaciones factoriales se almacenan automáticamente como variables en el Editor de datos y
reciben de forma automática los nombres FAC1_1 (factor score 1 for analysis 1) y  FAC2_1 (factor
score 2 for analysis 1).  Este nombre es único y distintivo, de forma que si se solicitan nuevas
estimaciones de las puntuaciones, las nuevas puntuaciones se almacenarán al final del archivo de
datos con nuevos nombres.

Los valores  FAC1_1 y  FAC2_1 pueden utilizarse en análisis posteriores (regresión, cluster, etc.)
como variables sustitutas de las iniciales que las resumen en virtud del análisis factorial realizado.

Con el procedimiento  Analizar Informes Resúmenes de casos   se muestran las

puntuaciones factoriales de los 10 primeros sujetos (por defecto figuran 100)
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Las puntuaciones factoriales se encuentran en formato diferencial, por lo que una puntuación de 0
se corresponde con una puntuación factorial igual a la media, las puntuaciones positivas son
puntuaciones mayores que la media y las puntuaciones negativas  son puntuaciones menores que la
media.  Si se desea eliminar los signos negativos se puede realizar una transformación de las
puntuaciones para cambiar la escala de una de las variables.

MÉTODO OBLIMIN DIRECTO

Se trata de rotar la solución factorial mediante un método oblicuo y comparar los resultados de la
rotación ortogonal (Varimax) con los obtenidos con una rotación oblicua (Oblimin directo).

  El método Oblimin directo es un método de rotación oblicua (no ortogonal), cuando delta es igual
a cero  (valor por defecto) las soluciones son las más oblicuas. A medida que delta se va haciendo
más negativo, los factores son menos oblicuos. Para anular el valor por defecto de delta, puede
introducirse un número menor o igual que 0,8. En definitiva, el valor de delta permite controlar el
grado de oblicuidad que pueden llegar a alcanzar los factores de la solución.

La estructura rotada es la ya obtenida con el método de
extracción de ejes principales (6 variables, 2 factores).

La tabla de comunalidades es la misma que la ya
obtenida en la extracción no rotada.

Señalar que el proceso de rotación busca
clarificar la interpretación de la estructura
factorial sin alterar la situación relativa de las
variables ni el porcentaje de la varianza de cada
variable que es capaz de explicar el conjunto de
factores.
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La tabla de Varianza total explicada muestra información parcial sobre el resultado de la rotación:
Aunque recoge las sumas de cuadrados de las saturaciones de las variables en cada factor (última
columna de la tabla) , no es posible sumar esas sumas de cuadrados e interpretarlas como
porcentajes de varianza explicada.

Esto es consecuencia de que los factores ya no tienen qué cumplir la restricción de ser ortogonales
entre sí y, por tanto, la varianza de la suma de los factores ya no es igual a la suma de las varianzas
de los factores (ensanchando la última columna de la tabla puede verse el encabezamiento
completo:  Suma de las saturaciones al cuadrado de la rotación).

A diferencia de lo que ocurre en la rotación
ortogonal, los resultados de la matriz factorial
rotada no pueden presentarse en una única
matriz.

El Visor ofrece la matriz de la estructura factorial
no rotada y, al igual que ocurre en la tabla de
comunalidades, también es idéntica a la
anteriormente obtenida.

Si los factores son ortogonales (independientes entre sí), la saturación de una variable en un factor,
esto es, su proyección sobre el factor, es igual a la correlación de esa variable con el factor.

Si los factores son oblicuos (correlacionados entre sí), la saturación y la correlación de una variable
en un factor no coinciden.  Por este motivo, al solicitar una rotación oblicua, el Visor muestra dos
matrices para la estructura factorial rotada: una con las correlaciones (matriz factorial)  y otras con
las saturaciones (matriz de configuración).

La matriz de configuración presenta las
saturaciones de las variables en los factores de
la solución rotada.

Estas saturaciones que son las que aparecen
en el gráfico del espacio factorial rotado,
representan la contribución neta de cada
variable en cada factor, por lo que constituyen
la manera más fácil de interpretar la solución
final.
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La matriz de estructura contiene las
correlaciones de las variables con los factores
de la solución rotada. Estas correlaciones
representan la contribución bruta de cada
variable a cada factor.

Cuando los factores se correlacionan mucho (se encuentran muy próximos en el espacio), la matriz
estructura contiene correlaciones muy grandes en todas las variables y todos los factores,  haciendo
muy difícil precisar a que factor único hay que asignar cada variable (la situación real es que las
variables que correlacionan con un factor también lo harán con los factores relacionados con él).

Con el botón  Opciones...  se pueden ordenar las variables y

suprimir las saturaciones pequeñas en las matrices de
configuración y estructura.

La matriz de correlaciones entre los factores
permite apreciar el grado de proximidad
existente entre los factores: cuanto mayor sea la
correlación entre los factores (en valor absoluto),
más próximos se encontrarán en el espacio.

correlación (factor 1, factor 2) 0,104 cos( ) arccos( 0,104) 96º     



70

Podría darse el caso de que solicitando una rotación oblicua, los factores permanezcan ortogonales.
El algoritmo de rotación oblicua busca rotar de manera autónoma cada uno de los factores, pero no
quiere decir que los factores deban aproximarse entre sí cuando la solución ortogonal es la mejor de
las posibles.

En este caso, el ángulo entre los factores es de 96º (casi ortogonales), razón por la que la matriz de
configuración  y  la matriz  de estructura  apenas difieren entre sí.

Con el botón  Puntuaciones...  se muestra en el Visor

la matriz de coeficientes para el cálculo de las
puntuaciones factoriales y se guardan los factores
como variables.

1C 0,060 0,091 0,001 0,019    educ catlab expprev edad

2C 0,058 0,035 0,527 0,440     educ catlab expprev edad

Con el procedimiento  Analizar Informes Resúmenes de casos   se muestran las

puntuaciones factoriales de los 10 primeros sujetos (por defecto figuran 100)

Las puntuaciones factoriales se encuentran en formato
diferencial, por lo que una puntuación de 0 se corresponde con
una puntuación factorial igual a la media, las puntuaciones
positivas son puntuaciones mayores que la media y las
puntuaciones negativas  son puntuaciones menores que la
media.  Si se desea eliminar los signos negativos se puede
realizar una transformación de las puntuaciones para cambiar
la escala de una de las variables.
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ELEMENTOS DE ALGEBRA LINEAL

Matriz

Una matriz de orden o dimensión xn p   es una ordenación rectangular de elementos
dispuestos en n filas y p columnas de la siguiente forma:

                    

11 12 1p

21 22 2p

n1 n2 np

a a a

a a a
A

a a a

 
 
 
 
 
  




   


En general, para designar a una matriz se utiliza una letra mayúscula en negrita. Un
elemento genérico de la matriz A se designa mediante ija , donde el primer subíndice i hace

referencia a la fila en que está situado el elemento, mientras que el segundo subíndice j
hace referencia a la columna.

Una matriz de orden x1 1  es un escalar.

Ejemplos:   
1 3 4

A
2 5 6

 
   

          

1 3 6

B 2 4 5

5 2 8

 
   
  

Matriz traspuesta

La traspuesta de una matriz A de orden xn p  es una matriz B de orden xp n , obtenida

mediante el intercambio de filas y columnas, de forma que ij jia b .

En general, a la matriz traspuesta de A se denomina  A'

Ejemplos de traspuestas de las matrices anteriores:

                   

1 2

A' 3 5

4 6

 
   
  

              

1 2 5

B' 3 4 2

6 5 8

 
   
  

Vector columna y vector fila

Un vector columna de orden n es una ordenación de elementos dispuestos en n filas y 1
columna de la siguiente forma:

          

1

2

n

a

a
a

a

 
 
 
 
 
 


En general, para designar a un vector columna se utiliza una letra
minúscula en negrita.

Un vector fila de orden n es una ordenación de elementos dispuestos en 1 fila y n columnas
de la siguiente forma:   1 2 nb b b b 
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El traspuesto de un vector fila es un vector columna:  1 2 na ' a a a 

Matriz cuadrada

Se dice que una matriz es cuadrada si el número de filas es igual al número de columnas.
Se dice que una matriz cuadrada es de orden n si tiene n filas.

Ejemplo:  

1 2 2

C 4 3 7

5 6 8

 
   
  

Traza de una matriz

En una matriz cuadrada de orden n la diagonal principal está formada por los elementos

iia  (i 1, 2, , n)  . La traza de una matriz cuadrada A, a la que se designa por tr(A)  o por

traza(A) , es la suma de los elementos de la diagonal principal. Es decir:

                                                 
n

ii
i 1

a

tr(A) =

Ejemplo:  1 3 8 12  tr(C) =

Matriz simétrica

Se dice que una matriz cuadrada es simétrica si se verifica que A A'

Ejemplo:  

3 4 1

D 4 3 5

1 5 8

 
   
  

Matriz diagonal

Se dice que una matriz cuadrada es diagonal cuando todos los elementos situados fuera de
la diagonal principal son nulos. Es decir, en una matriz diagonal se verifica que ija 0
cuando i j . La matriz diagonal es de la forma:

                   

11

22

np

a 0 0

0 a 0
A

0 0 a

 
 
 
 
 
  




   


Matriz escalar

Se dice que una matriz diagonal es escalar cuando todos los elementos de la diagonal
principal son idénticos. Es decir, en una matriz escalar se verifica que iia k  para todo i.
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Matriz identidad

Es una matriz escalar en la que iia 1 , se le denomina I . Una matriz identidad genérica

tiene la forma:

               

1 0 0

0 1 0
I

0 0 1

 
 
 
 
 
 




   


OPERACIONES CON MATRICES

Igualdad de matrices

La igualdad de dos matrices A B  se cumple si, y sólo si, A y B son del mismo orden y

ij ija b  para todo i y todo j. Para realizar la suma, las matrices A y B deben de ser del

mismo orden.

Suma de matrices

La suma de las matrices A y B de orden xn p  es igual a otra matriz C, también de orden
xn p , definida de la siguiente forma:

               A B C 

Los elementos de la matriz C se obtienen: ij ij ijc a b    i, j

Ejemplo:  
2 1

A
3 5

 
  
 

         
1 4

B
2 6

 
   

          
2 1 1 4 3 3

C
3 2 5 6 1 11

     
        

Multiplicación escalar

La multiplicación escalar de una matriz A  por un escalar   se efectúa multiplicando cada
elemento de A por  . El producto es designado por A

Ejemplo:    4       
2 3

A
4 1

 
  
 

       
2 3 8 12

A 4
4 1 16 4

   
     

   

Multiplicación de matrices

Si A es una matriz de orden xn m  y  B es una matriz de orden xm p , el producto de estas
dos matrices es otra matriz C de orden xn p .

              AB C       El elemento genérico  
n

ij ik kj
k 1

c a b


 

11 12 13 11 11 12 21 11 12 12 22 11 13 12 2311 12

21 22 23 21 11 22 21 21 12 22 22 21 13 22 2321 22

b b b (a b a b ) (a b a b ) (a b a b )a a

b b b (a b a b ) (a b a b ) (a b a b )a a
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x x x x x x

x x x x x x

x x x x x x

4 2 4 1 2 7 4 9 2 2 4 1 2 6 18 32 16
1 9 1

3 5 3 1 5 7 3 9 5 2 3 1 5 6 38 17 33
7 2 6

2 6 2 1 6 7 2 9 6 2 2 1 6 6 44 6 38

       
                             

Determinante de una matriz

El determinante de una matriz cuadrada A, al que se designa por A , es un escalar que se

obtiene por la suma de  n!  términos, cada uno de los cuales es el producto de n elementos.
Se obtiene mediante la fórmula:

                               1j 2k nqA a a a  

En la expresión anterior cada sumando se obtiene permutando el segundo subíndice. El
signo de cada sumando es   o   según que el número de permutaciones realizado a partir
de la ordenación original sea par o impar.

Si A 0  se dice que la matriz A es singular.

Ejemplos:   11 12
11 22 12 21

21 22

a a
A a a a a

a a
  

11 12 13

21 22 23 11 22 33 21 32 13 31 23 12 13 22 31 23 32 11 33 21 12

31 32 33

b b b

B b b b b b b b b b b b b b b b b b b b b b

b b b

      

Propiedades de los determinantes

(a) El determinante de una matriz cuadrada es igual al determinante de su traspuesta:

                                            A A'

(b) El determinante del producto de matrices cuadradas es igual al producto de los
determinantes de cada una de las matrices:

                                     ABC A B C

(c) Si se multiplica una matriz A de orden n por una constante h, se verifica:

                                        nhA h A

(d) Si una matriz A tiene dos filas, o dos columnas, idénticas o proporcionales, entonces

                                            A 0

Matriz inversa

La inversa de una matriz cuadrada A es una matriz B que verifica:

                                      AB BA I 
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En general, a la matriz B que cumple esta propiedad se le designa por 1A , con lo cual:

                                   1 1A A A A I  

Ejemplo:   
4 1

A
2 3

 
  
 

      
4 2

A'
1 3

 
  
 

     A A' 10 

                 1 3 1 3 / 10 1/ 101
A

2 4 2 / 10 4 / 1010
     
        

1 3 1 4 1 10 0 1 01 1
A A I

2 4 2 3 0 10 0 110 10
        

                 

1 4 1 3 1 4 1 3 1 10 01 1 1
A A I

2 3 2 4 2 3 2 4 0 1010 10 10
           
                      

Propiedades de las matrices

(a) La inversa de un producto de matrices ABC es igual a

                              1 1 1 1(ABC) C B A   

(b) La traspuesta de una inversa es igual a la inversa de la traspuesta:

                                 1 1(A )' (A') 

(c) El determinante de la inversa de una matriz es igual al recíproco del determinante de la
matriz original, es decir:

                                   1 1
A

A
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RAÍCES Y VECTORES PROPIOS

Determinación de las raíces y vectores característicos

Se plantea el problema de la determinación de unos escalares j(λ )  y de unos vectores ( )ju

tales que satisfagan la ecuación j j jAu u  , donde A es una matriz cuadrada.

A los escalares j(λ )  que satisfacen la ecuación se les denomina raíces características, y a

los correspondientes vectores ( )ju  se les denomina vectores característicos.

Para las raíces características se utilizan también las denominaciones de valores propios o
autovalores. Para los vectores característicos se utiliza alternativamente la expresión de
vectores propios.

La ecuación j j jAu u   también se puede escribir como j j(A I)u 0 

Las soluciones de la ecuación j j(A I)u 0   
j

j

u 0

A I 0 A


  

trivial

ecuación característica de

Resolviendo jA I 0   se hallan n raíces características j

A cada raíz característica (autovalor) j va asociado un vector característico ju

Cada vector característico (vector propio) ju  puede multiplicarse arbitrariamente por una

constante sin afectar al resultado, dado que la matriz j(A I)  es singular.

En muchas aplicaciones, para soslayar la arbitrariedad del resultado, se procede a
normalizar cada vector característico imponiendo la condición:  '

j ju u 1

De todas formas, aun después de normalizar subsiste una arbitrariedad en el signo, de
forma que si ju  es una solución, j( u )  también lo es.

Es conveniente en muchas aplicaciones definir una matriz U en la que cada columna es un
vector característico ju . Por tanto:

       

11 21 j1 n1

12 22 j2 n2

1 2 j n

1n 2n jn nn

u u u u

u u u u
U u u u u

u u u u
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Propiedades de las raíces y vectores característicos

(a)  Las raíces características de una matriz diagonal son los elementos de la diagonal.

(b)  Las matrices A y A' tienen las mismas raíces características, pero no necesariamente
      los mismos vectores característicos.

(c)  Si   es una raíz característica de A, entonces 1/   es una raíz característica de 1A

(d)  Designando a las raíces características de A por 1 2 n, , ,   , se verifica:

                
n

j
j 1

tr (A)


              
n

j
j 1

A


 

(e)  Una matriz A real y simétrica de orden n, da lugar a n vectores que son ortogonales
      entre sí, propiedad relevante en el Análisis Multivariante.

      Se dice que los vectores ju  y  hu  son ortogonales si  j hu u 0

      Un conjunto de vectores se dice que son ortonormales, si además de ser ortogonales
      están normalizados, es decir, '

j ju u 1

      La matriz U formada por vectores característicos normalizados de una matriz simétrica,
      es decir, por vectores normalizados, se denomina ortonormal y verifica UU' I

  Ejemplo:  Sea la matriz 
4 3

A
1 2

 
  
 

Aplicando la ecuación característica j j(A I)u 0  :   
1j

j
2 j

U4 3 1 0 0

U1 2 0 1 0

        
          

       

Cálculo de las raíces características o autovalores:

      j j

4 3 1 0 0
A I 0 :

1 2 0 1 0

     
          

     

      
j 12

j j
j 2

4 3 5
0 6 5 0

1 2 1

   
          



Cálculo de los vectores característicos o vectores propios:

 1 5    11
1

21

U
u

U

 
  
 

11 11

21 21

U U4 3 1 0 0 1 3 0
5

U U1 2 0 1 0 1 3 0

              
                             

    11 21

11 21

U 3U 0

U 3U 0
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Las dos ecuaciones que se obtienen son proporcionales debido al carácter singular de la
matriz j(A I) .

Por este motivo, con estas ecuaciones sólo se puede determinar la relación entre 11U  y

21U , pero no valores concretos. La relación es 11 21U 3U 0 

Con la ecuación de normalización UU' I , es decir,  11 2 2
11 21 11 21

21

U
U U U U 1

U

 
   

 

Se tiene el sistema: 
2 2

21 2111 21
112 2

11 21 21

(3U ) U 1U 3U 0
U 3 / 10

U U 1 U 1/ 10

  
   



Un vector característico (vector propio) será  1

3 / 10
u

1/ 10

 
  
  

Obsérvese que 1( u )  también es solución del sistema anterior.

 2 1    12
2

22

U
u

U

 
  
 

12 12

22 22

U U4 3 1 0 0 3 3 0
1

U U1 2 0 1 0 1 1 0

              
                

             
    12 22

12 22

3U 3U 0

U U 0

 
   

Con la ecuación de normalización 2 2
12 22U U 1 

Se forma el sistema: 
2 2

12 1212 22
222 2

12 22 12

(U ) ( U ) 1U U 0
U 1/ 2

U U 1 U 1/ 2

   
    



Un vector característico (vector propio) será  2

1/ 2
u

1/ 2

 
  

  

 La matriz U (cada columna es un vector característico) será:  

3 1

10 2
U

1 1

10 2

 
 
 

 
  

  Cálculo de raíces y vectores característicos de una matriz simétrica 
1 2

A
2 1

 
  
 

Aplicando la ecuación característica j j(A I)u 0  :   
1j

j
2 j

U1 2 1 0 0

U2 1 0 1 0
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Cálculo de las raíces características o autovalores:

      j j

1 2 1 0 0
A I 0 :

2 1 0 1 0

     
          

     

      
j 12

j j
j 2

1 2 3
0 2 3 0

2 1 1

   
           



Cálculo de los vectores característicos o vectores propios:

 1 3    11
1

21

U
u

U

 
  
 

11 11

21 21

U U1 2 1 0 0 2 2 0
3

U U2 1 0 1 0 2 2 0

              
                             

    11 21

11 21

2U 2U 0

2U 2U 0

  
   

Con la ecuación de normalización 2 2
11 21U U 1 

Se tiene el sistema: 
2 2
11 1111 21

212 2
11 21 11

U U 12U 2U 0
U 1/ 2

U U 1 U 1/ 2

  
   



Un vector característico (vector propio) será  1

1/ 2
u

1/ 2

 
  
  

 2 1     12
2

22

U
u

U

 
  
 

12 12

22 22

U U1 2 1 0 0 2 2 0
1

U U2 1 0 1 0 2 2 0

              
                

             
    12 22

12 22

2U 2U 0

2U 2U 0

 
   

Con la ecuación de normalización 2 2
12 22U U 1 

Se tiene el sistema: 
2 2

22 2212 22
122 2

12 22 22

( U ) U 12U 2U 0
U 1/ 2

U U 1 U 1/ 2

   
    



Un vector característico (vector propio) será  2

1/ 2
u

1/ 2

 
  
  

 La matriz U (cada columna es un vector característico) será:  

1 1

2 2
U

1 1

2 2

 
 
 
 
  

Se verifica que U es una matriz ortonormal, es decir, UU' I
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1 1 1 1
1 02 2 2 2

UU' I
1 1 1 1 0 1

2 2 2 2

   
                
      

CÁLCULO DE DERIVADAS DE UN ESCALAR RESPECTO A UN VECTOR

 Derivada de una forma lineal respecto a un vector

Sean 

1

2

n

a

a
a

a

 
 
 
 
 
 


   y  

1

2

n

x

x
x

x

 
 
 
 
 
 


 , entonces 

a'x
a

x






 
1

2
1 2 n 1 1 2 2 n n

n

x

x
a'x a a a a x a x a x

x

 
 
     
 
 
 

 


Derivando la expresión anterior respecto de cada uno de los elementos de x se obtiene:

           

1
1

2
2

n
n

a 'x
a

x

a 'x
a

x

a 'x
a

x

  


 


  



Reuniendo en un vector las derivadas del escalar a'x  con respecto a cada elemento de x,
se tiene la derivada de dicho escalar con respecto al vector x. En consecuencia:

           

1

2

n

a

aa'x
a

x

a

 
    
 
 
 



 Derivada de una forma cuadrática respecto a un vector

Sean 

11 12 1n

21 22 2n

n1 n2 nn

a a a

a a a
A

a a a

 
 
 
 
 
 




   


   y  

1

2

n

x

x
x

x

 
 
 
 
 
 


 , entonces 

x 'A x
(A A')x

x
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11 12 1n 1

21 22 2n 2
1 2 n

n1 n2 nn n

a a a x

a a a x
x 'A x x x x

a a a x

   
   
    
   
   
   





    



 
1

2
11 1 21 2 n1 n 12 1 22 2 n2 n 1n 1 2n 2 nn n

n

x

x
a x a x a x a x a x a x a x a x a x

x

 
 
           
 
 
 

   


 11 1 21 2 n1 n 1 12 1 22 2 n2 n 2 1n 1 2n 2 nn n n(a x a x a x )x (a x a x a x )x (a x a x a x )x           

Derivando la expresión anterior respecto a cada uno de los elementos de x se tiene:

11 1 12 21 2 1n n1 n
1

12 21 1 22 2 2n n2 n
2

n1 1n 1 n2 2n 2 nn n
n

x 'A x
2a x (a a )x (a a )x

x

x 'A x
(a a )x 2a x (a a )x

x

x 'A x
(a a )x (a a )x 2a x

x

       


      


       









Reuniendo en un vector las derivadas del escalar x 'A x  con respecto a cada elemento de
x, se tiene la derivada de dicho escalar con respecto al vector x. En consecuencia:

11 12 1n 11 21 n1 1

21 22 2n 12 22 n2 2

n1 n2 nn 1n 2n nn n

a a a a a a x

a a a a a a xx 'A x
(A A')x

x

a a a a a a x

      
                      
             

 
 

        
 

Si la matriz A es simétrica, se tiene: 
x 'A x

2 A x
x
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Algebra Lineal‐SPSS:  Unos estudiantes son sometidos a diversos test en distintas materias para
medir sus actitudes intelectuales. Como consecuencia, se obtienen una serie de puntuaciones
estandarizadas en Matemáticas (Ma), Física (Fi), Química (Qu), Inglés (In), Historia (Hi) y Dibujo (Di).

El modelo factorial viene
dado por las ecuaciones

1 2 Ma

1 2 Fi

1 2 Qu

1 2 In

1 2 In

1 2 Di

Ma= 0,8 F + 0,2 F + U

Fi = 0,7 F + 0,3 F + U

Qu= 0,6 F + 0,3 F + U

In= 0,2 F + 0,8 F + U

Hi= 0,15 F + 0,82 F + U

Di= 0,25 F + 0,85 F + U











Solución:

El modelo factorial  

    


    


     

1 11 1 12 2 1k k 1

2 21 1 22 2 2k k 2

p p1 1 p2 2 pm m p

X a F a F a F u

X a F a F l F u

X a F a F a F u








x

A

F


 
 

x = A f + u   x =FA' + u

matriz de datos

matriz de cargas factoriales

matriz de puntuaciones factoriales

 





















P

2

1

X

X

X

 x


       





















k

2

1

F

F

F

f 


      





















p

2

1

u

u

u

 u


     





















pk2p1p

k22221

k11211

aaa

aaa

aaa

A







       





















pk2p1p

k22221

k11211

fff

fff

fff

F







  2 2
i i iVar(X ) h     

k
2
i ij j

j 1

2
i i

h Var a F

Var(u )



  
  

  
 

 comunalidad

especificidad

           i 1, , p 

En el ejercicio:

Los factores comunes están
estandarizados e incorrelados

iE[F] = 0   i=1,2   j {Ma, Fi, Qu, In, Hi, Di} 

iVar(F) = 1   i =1,2  

1 2Cov(F , F ) = 0

Los factores específicos
tienen  media 0 e incorrelados

iE[u ] = 0         i=1, 2    j {Ma, Fi, Qu, In, Hi, Di} 

1 2Cov(u ,u ) = 0      i j {Ma, Fi, Qu, In, Hi, Di}  

Ambos tipos de factores están  incorrelados
i j

1 2

Cov(F , u ) = 0    i j {Ma, Fi, Qu, In, Hi, Di}

Cov(u ,u ) = 0     i j {Ma, Fi, Qu, In, Hi, Di}
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La matriz de cargas factoriales 





























85,025,0

82,015,0

8,02,0

3,06,0

3,07,0

2,08,0

A

Comunalidad y Especificidad:

Matemáticas

1 2 MaVar(Ma) = 1 = Var(0,8 F  + 0,2 F  + u ) =
2 2

1 2 Ma 1 2=  0,8 Var(F ) + 0,2 Var(F ) + Var[u ] +  2.0,8.0,2 Cov(F , F ) 1 Ma +  2.0,8. Cov(F , u ) +  

    2 Ma+  2.0,2.Cov(F , u ) 2
Ma= 0,68 + 

La comunalidad en Matemáticas es  68,0h2Ma   y la especificidad  2
Ma 0,32 

Dibujo

1 2 DiVar(Di) = 1 = Var(0,25 F  + 0,85 F  + u ) =
2 2

1 2 Di 1 2 1 Di=  0,25 Var(F ) + 0,85 Var(F ) + Var(u ) + 2.0,25.0,85 Cov(F , F ) + 2.0,25 Cov(F , u ) + 
2

2 Di Di+ 2.0,85 Cov(F ,u ) = 0,785 + 

La comunalidad en Dibujo es  785,0h2Di   y la especificidad  2
Di 0,215 

Análogamente,        

Comunalidades

Matemáticas 0,68

Física 0,42

Química 0,55

Inglés   0,215

Historia 0,36

Dibujo   0,785

Como las puntuaciones están estandarizadas, la matriz de varianzas y covarianzas coincide con la
matriz de correlaciones:



























17345,073,0405,043,037,0

7345,01686,0336,0351,0284,0

73,0686,0136,038,032,0

405,0336,036,0151,054,0

43,0351,038,051,0162,0

37,0284,032,054,062,01

Adviértase que,

 1 2 Ma 1 2 FiCov(Ma, Fi) = Cov(0,8 F  + 0,2 F  + u  ,  0,7 F  +  0,3 F  + u ) =

1 2 1 Fi 2 1=   + 0,8.0,3 Cov(F , F ) + 0,8 Cov(F , u ) + 0,2.0,7 Cov(F ,F ) +    +1 20,8 . 0,7 Var (F ) 0,2.0,3 Var (F )

2 Fi Ma 1 Ma Ma Fi+  0,2 Cov(F ,u ) + 0,7 Cov(u ,F ) + 0,3 Cov(u ,F2) + Cov(u , u ) = 0,56 + 0,06 = 0,62

 i u 1 2 Fi 1 2 QuCov(F , Q ) = Cov(0,7 F  + 0,3 F  + u  ,  0,6 F  +  0,3 F  + u ) =

1 2 1 Qu 2 1=  + 0,6. 0,3 Cov(F ,F ) + 0,7 Cov(F ,u ) + 0,3. 0,6 Cov (F ,F ) +    +1 20,7 . 0,6 Var (F )  0,3. 0,3 Var (F )

2 Qu Fi 1 Fi 2 Fi Qu+  0,3 Cov(F ,u ) + 0,6 Cov(u ,F ) + 0,3 Cov(u ,F ) + Cov(u , u ) = 0,42 + 0,09 = 0,51
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En el modelo factorial:   

Ma

Fi

1 Qu

2 In

Hi

Di

Ma 0,8 0,2 u

Fi 0,7 0,3 u

Qu 0,6 0,3 F u

In 0,2 0,8 F u

Hi 0,15 0,82 u

Di 0,25 0,85 u

     
     
     
      

       
      

     
          
     

Se rotan los factores para obtener a partir de la solución inicial, unos factores que sean fácilmente
interpretados.

Si T es una matriz ortogonal, TT' = T'T = I , al aplicar una solución ortogonal de A se obtiene una

solución distinta al sistema anterior. Esta es la base de los métodos de rotación de factores.

En consecuencia, si  T es una matriz ortogonal   A = AT  es solución

Si se definen los factores: 














212

211

F
2

1
F

2

1
F

F
2

1
F

2

1
F

'

'

, siendo la matriz ortogonal  











2121

2121
T

 








































 































''

''

'

'

'

'

212

211

2

1

2

1

2

1

2

1

F
2

1
F

2

1
F

F
2

1
F

2

1
F

F

F

F

F

2121

2121

F

F

2121

2121

F

F

de donde:

1 2 Ma 1 2 1 2 Ma
' ' ' '1 1 1 1

Ma 0,8 F 0,2 F u 0,8 F F 0,2 F F u
2 2 2 2

              
   

' '
1 1 Ma 1 2 Ma 1 2 Ma

' ' ' '0,8 0,2 0,8 0,2 1 0,6
F F u F F u 0,71 F 0,42 F u

2 2 2 2 2 2

                
   

1 2 Fi 1 2 Fi 1 2 Fi
' ' ' '1 0,4

Fi 0,7 F 0,3 F u F F u 0,71 F 0,28 F u
2 2

        

1 2 Qu 1 2 Qu 1 2 Qu
' ' ' '0,9 0,3

Qu 0,6 F 0,3 F u F F u 0,64 F 0,21 F u
2 2

        

1 2 In
' 'In 0,71 F 0,42 F u          1 2 Hi

' 'Hi 0,69 F 0,47 F u             1 2 Di
' 'Di 0,78 F 0,42 F u  

verificándose que 1 2
' 'Cov(F , F )=0 , por lo que las nuevas cargas factoriales serán las

correlaciones de los nuevos factores con las variables originales.

Las comunalidades, especificidades y matrices de correlación permanecen igual.
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1 2 Ma

1 2 Fi

1 2 Qu

1 2 In

1 2 Hi

1 2 Di

' '

' '

' '

' '

' '

' '

Ma 0,71 F 0,42 F u

Fi 0,71 F 0,28 F u

Qu 0,64 F 0,21 F u

In 0,71 F 0,42 F u

Hi 0,69 F 0,47 F u

Di 0,78 F 0,42 F u

  

  


   


   


   
   

 La nueva matriz de cargas factoriales será:  

0,71 0,42

0,71 0,28

0,64 0,21
B

0,71 0,42

0,69 0,47

0,78 0,42

 
  
 

  
 
 
  
 

La forma de calcular la matriz de rotación T y la de nueva cargas factoriales B da lugar a los distintos
métodos de rotación ortogonales, siendo los más utilizados: Varimax, Quartimax y Equamax.

La interpretación de los factores se basa en las correlaciones estimadas de los mismos con las
variables originales.

El modelo de Análisis Factorial es cierto, si se verifica:

 
2

i l i l ij j l
j 1

Corre(X ,F) Cov(X ,F) a Cov(F ,F) i 1, , 6 l 1,2


    

Si los factores son ortogonales:   i l ilCorre(X ,F) a i 1, , 6 l 1,2  

Como se observa, la matriz de cargas factoriales A tiene un papel fundamental en la interpretación.

Por otra parte, las cargas factoriales al cuadrado  2
ila  indican si los factores son ortogonales, qué

porcentaje de la variable original  iX es explicado por el factor Fl.

     

Ma

Fi

1 Qu

2 In

Hi

Di

matriz cargas
factoriales

Ma 0,8 0,2 u

Fi 0,7 0,3 u

Qu 0,6 0,3 F u

In 0,2 0,8 F u

Hi 0,15 0,82 u

Di 0,25 0,85 u

     
     
     
      

       
      

     
          
     



      

1 2 Ma

1 2 Fi

1 2 Qu

1 2 In

1 2 In

1 2 Di

Ma= 0,8 F + 0,2 F + u

Fi = 0,7 F + 0,3 F + u

Qu= 0,6 F + 0,3 F + u

In= 0,2 F + 0,8 F + u

Hi= 0,15 F + 0,82 F + u

Di= 0,25 F + 0,85 F + u











1 1 1 2 Ma 1 1 2 1 Ma 1Corr(Ma,F ) Cov(Ma, F ) Cov(0,8 F 0,2 F u , F ) 0,8Var(F ) 0,2Cov(F ,F ) Cov(u , F ) 0,8       

En general, como   21 FF   Las correlaciones de las calificaciones de los tests con dichos factores

vendrán dadas por las cargas factoriales.

Observando la matriz de las cargas factoriales, se aprecia que el factor  1F  está muy relacionado con

la variables Ma, Fi y Qu, pero poco relacionado con In, Hi y Di. De otra parte, el factor  2F  está muy

relacionado con In, Hi y Di y poco con las restantes.

Análogamente, analizando la matriz de cargas factoriales correspondientes a los factores  '
1F  y  '

2F :
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42,078,0

47,069,0

42,071,0

21,064,0

28,071,0

42,071,0

B

Se observa que el factor  '
1F  está muy relacionado con todas las variables de

forma directa y, en consecuencia, podría interpretarse como un factor de
inteligencia general.

Por su parte, el factor  '
2F  destaca en la aptitud verbal, al estar relacionado

de forma inversa con Ma, Fi y Qu.

Cabe preguntarse ¿Cuál es la interpretación más correcta?. Todo dependerá de la teoría que
subyace al problema, que llevará al analista a hacer más hincapié en una interpretación u otra. De
cualquier modo, tendrá que validar el modelo elegido.

Para que los métodos de extracción de factores proporcionen matrices de cargas factoriales
adecuadas para la interpretación, intentan aproximar la solución obtenida al Principio de Estructura
Simple (Louis Leon  Thurstone, 1935), según el cual la matriz de cargas factoriales debe reunir tres
características:

a)  Cada factor debe tener unos pocos pesos altos y los demás próximos a cero.

b)  Cada variable no debe estar saturada más que en un factor.

c)  No deben existir factores con la misma distribución, esto es, dos factores distintos deben
      presentar distribuciones diferentes de cargas altas y bajas.

De esta manera, dado que hay más variables que factores comunes, cada factor tendrá una
correlación alta con un grupo de variables y baja con el resto de las variables.

Destacar que en las rotaciones ortogonal y oblicua la comunalidad de cada variable no se modifica,
esto es, la rotación no afecta a la bondad del ajuste de la solución factorial:  Aunque cambie la
matriz factorial, las especificidades no cambian y, en consecuencia, las comunidades permanecen
invariantes. Sin embargo, cambia la varianza explicada por cada factor, por tanto, los nuevos
factores no están ordenados de acuerdo con la información que contienen, cuantificada mediante
su varianza.

En la rotación oblicua, la matriz T de rotación no tiene que ser ortogonal  (cuando una matriz

multiplicada por su transpuesta es la matriz identidad  'TT = I ) sino únicamente no singular (matriz

cuadrada cuyo determinante no es cero).

Si en el modelo factorial original:

Ma

Fi

1 Qu

2 In

Hi

Di

matriz cargas
factoriales

Ma 0,8 0,2 u

Fi 0,7 0,3 u

Qu 0,6 0,3 F u

In 0,2 0,8 F u

Hi 0,15 0,82 u

Di 0,25 0,85 u

     
     
     
      

       
      

     
          
     



      

1 2 Ma

1 2 Fi

1 2 Qu

1 2 In

1 2 In

1 2 Di

Ma= 0,8 F + 0,2 F + u

Fi = 0,7 F + 0,3 F + u

Qu= 0,6 F + 0,3 F + u

In= 0,2 F + 0,8 F + u

Hi= 0,15 F + 0,82 F + u

Di= 0,25 F + 0,85 F + u
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Si se definen los factores: 














212

211

F
17

4
F

17

1
F

F
17

1
F

17

4
F

''

''

  
1 1 2

1 1

22
2 1 2

''
''

'' ''

4 1
F F F

F 4 17 1 17 F 17 17

F 1 41 17 4 17F F F F
17 17

                       




" " " "
1 2 1 2 1 2 1 2 1 2

4 1 1 4 4 4 8
Corr(F , F ) Cov(F , F ) Cov F F , F F Var(F ) Var(F )

17 17 1717 17 17 17

        
 

1 2
'' '' 8

Corr(F , F ) 0,47 0
17

     Los nuevos factores estarán correlacionados









































































''''

''''

''

''

''

''

212

211

2

1

2

1

2

1

2

1

F
15

174
F

15

17
F

F
15

17
F

15

174
F

F

F

F

F

174171

171174

17

15

F

F

174171

171174

F

F

de donde,

1 2 Ma 1 2 1 2 Ma 1 2 Ma
'' '' '' '' '' ''4 17 17 17 4 17

Ma 0,8 F 0,2 F u 0,8 F F 0,2 F F u 0,82 F 0 F u
15 15 15 15

   
              

  

1 2 Fi 1 2 1 2 Fi 1 2 Fi
'' '' '' '' '' ''4 17 17 17 4 17

Fi 0,7 F 0,3 F u 0,7 F F 0,3 F F u 0,69 F 0,14 F u
15 15 15 15

   
              

  

y así sucesivamente.

La matriz de rotación:   





































15

174

15

17
15

17

15

174

174171

171174

17

15
T

La matriz de configuración 

   sfactoriale
asargcdematriz

87,004,0

86,006,0

82,000,0

17,058,0

14,069,0

00,082,0

B































La matriz de la estructura será aquella que contiene las correlaciones de las variables originales con
los nuevos factores:
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Se observa de nuevo que  ''
1F  se puede interpretar de nuevo como un factor donde destaca en

(Matemáticas, Física y Química), mientras que  ''
2F  destaca en (Inglés, Historia y Dibujo), a diferencia

de los factores  1F  y   2F  que son incorrelados, en esta nueva estimación ambos factores tienen una

correlación positiva significativa, lo que proporciona más realismo al análisis realizado.

 estructuramatriz

89,045,0

83,034,0

82,039,0

44,066,0

46,076,0

39,082,0

117/8

17/81

87,004,0

86,006,0

82,000,0

17,058,0

14,069,0

00,082,0

































































