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ANÁLISIS EN COMPONENTES PRINCIPALES

El método de componentes principales tiene por objeto transformar un conjunto de variables, a las
que se denomina originales, en un nuevo conjunto de variables denominadas componentes
principales.  Estas últimas se caracterizan por estar incorrelacionadas entre sí y, además, pueden
ordenarse de acuerdo con la información que llevan incorporada.

Como medida de la cantidad de información incorporada en una componente se utiliza su varianza.
Es decir, cuanto mayor sea su varianza mayor es la cantidad de información que lleva incorporada
dicha componente. Por esta razón se selecciona como primera componente aquella que tenga
mayor varianza, mientras que la última componente es la de menor varianza.

En general, la extracción de componentes principales se efectúa sobre variables tipificadas para
evitar problemas derivados de la escala, aunque también se puede aplicar sobre variables
expresadas en desviaciones respecto a la media.

Si p variables están tipificadas, la suma de las varianzas es p, ya que la varianza de una variable
tipificada es por definición 1.

El nuevo conjunto de variables que se obtiene por el método de componentes principales
es igual en número al de las variables originales. Es importante destacar que la suma de
sus varianzas es igual a la suma de las varianzas de las variables originales.

La diferencia entre ambos conjuntos de variables estriba en que las componentes
principales se calculan de forma que estén incorrelacionadas entre sí. Cuando las variables
originales están muy correlacionadas entre sí, la mayor parte de su variabilidad se puede
explicar con muy pocas componentes.

Si las variables originales estuvieran completamente incorrelacionadas entre sí, el análisis
de componentes principales carecería por completo de interés, ya que en ese caso las
componentes principales coincidirían con las variables originales.

Las componentes principales se expresan como una combinación lineal de las variables
originales. Desde el punto de vista de su aplicación, el método de componentes principales
es considerado como un método de reducción, esto es, un método que permite reducir la
dimensión del número de variables originales que se han considerado en el análisis.

No tiene sentido con todas la componentes principales, adviértase que el mayor número
coincide con el número total de variables. Quedarse con todas ellas no simplificaría el
problema, por lo que el investigador deberá seleccionar entre distintas alternativas aquéllas
que, siendo pocas e interpretables, expliquen una proporción aceptable de la varianza
global o inercia de la nube de puntos que suponga una razonable pérdida de información.

La reducción de muchas variables a pocas componentes puede simplificar la aplicación
sobre estas últimas de otras técnicas multivariantes (regresión, clusters, etc.).

El método de componentes principales puede considerarse como un método para la
reducción de datos, tratar otros problemas como el de la rotación de factores, contrastes,
etc. se hace dentro del análisis factorial que implica una mayor formalización. En este
sentido, el método de componentes principales se inscribe dentro de la estadística
descriptiva.
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OBTENCIÓN DE LAS COMPONENTES PRINCIPALES

En el análisis de componentes principales se dispone de una muestra de tamaño n acerca
de p variables 1 2 pX , X , , X  (tipificadas o expresadas en desviaciones respecto a la

media) inicialmente correlacionadas, para posteriormente obtener a partir de ellas un
número k p  de variables incorrelacionadas 1 2 kZ , Z , , Z  que sean combinación lineal

de las variables iniciales y que expliquen la mayor parte de su variabilidad.

La primera componente principal, al igual que las restantes, se expresa como
combinación lineal de las variables originales:

    1i 11 1i 12 2i 1p piZ u X u X u X   

Para el conjunto de las n observaciones muestrales, la ecuación puede expresarse
matricialmente:

    

11 21 p1 1111

12 22 p2 1212

1n 2n pn 1p1n

X X X uZ

X X X uZ

X X X uZ

    
    
     
    
    
        




    


     En notación abreviada: 1 1Z = Xu

Tanto si las jX  están tipificadas, como si están expresadas en desviaciones respecto de su

media muestral, la media de 1Z  es cero, es decir, 1 1 1E(Z ) = E(Xu ) = E(X)u = 0

La varianza de 1Z  será:

    
n

2
1 1i 1 1 1 1 1 1 1 1

i 1

1 1 1 1
V(Z ) Z Z Z u X Xu u X X u u Vu

n n n n

        ' ' ' ' ' '

Si las variables están expresadas en desviaciones respecto a la media, la expresión  
1

X X
n

'

(matriz de inercia) es la matriz de covarianzas muestral a la que se denomina V (caso más

general) y para variables tipificadas  
1

X X
n

'  es la matriz de correlaciones R.

La primera componente 1Z  se obtiene de forma que su varianza sea máxima, sujeta a la

restricción de que la suma de los pesos 1ju  al cuadrado sea igual a la unidad, es decir, la

variable de los pesos o ponderaciones 11 12 1p(u , u , ,u )'  se encuentra normalizada.

Se trata de hallar 1Z  maximizando 1 1 1V (Z ) u Vu '  con la restricción 
p

1 1
j 1

u u 1


 '

Para afrontar el problema de maximización con restricciones se aplica el método de los
multiplicadores de Lagrange, considerando la función lagrangiana:

    1 1 1 1L u Vu (u u 1)   ' '

derivando respecto a 1u  e  igualando a cero:
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    1 1 1
1

L
2Vu 2 u 0 (V I)u 0

u


      




se trata de un sistema homogéneo en 1u  que sólo tiene solución si el determinante de la

matriz de los coeficientes es nulo: V I 0   .

La expresión V I 0    es equivalente a decir que   es un valor propio de la matriz V

En general, la ecuación V I 0    tiene n raíces 1 2 n, , ,   , ordenadas de mayor a

menor 1 2 n     

Si en la ecuación 1(V I)u 0    se multiplica a la derecha por 1u'  se tiene:

    1 1 1 1 1 1 1u (V I)u 0 u Vu V(Z ) u Vu       ' ' ' 

Por tanto, para maximizar 1V (Z )  hay que tomar el mayor valor propio   de la matriz V

Tomando 1  como el mayor valor propio de V y tomando 1u  como su vector propio

asociado normalizado 1 1(u u 1)' , se define el vector de ponderaciones que se aplica a las

variables iniciales para obtener la primera componente principal, componente que se
expresa:

    1 1Z Xu

La segunda componente principal, al igual que las restantes, se expresa como
combinación lineal de las variables originales:

    2i 21 1i 22 2i 2p piZ u X u X u X   

Para el conjunto de las n observaciones muestrales, la ecuación puede expresarse
matricialmente:

    

11 21 p1 2121

12 22 p2 2222

1n 2n pn 2p2n

X X X uZ

X X X uZ

X X X uZ

    
    
     
    
    
        




    


     En notación abreviada: 2 2Z = Xu

Tanto si las jX  están tipificadas, como si están expresadas en desviaciones respecto de su

media muestral, la media de 2Z  es cero, es decir, 2 2 2E(Z ) = E(Xu ) = E(X)u = 0

La varianza de 2Z  será:

    
n

2
2 2i 2 2 2 2 2 2 2 2

i 1

1 1 1 1
V(Z ) Z Z Z u X Xu u X X u u Vu

n n n n

        ' ' ' ' ' '

La segunda componente 2Z  se obtiene de forma que su varianza sea máxima, sujeta a la

restricción de que la suma de los pesos 2ju  al cuadrado sea igual a la unidad, es decir, la
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variable de los pesos o ponderaciones 21 22 2p(u , u , ,u )'  se encuentra normalizada

2 2(u u 1)'

Por otra parte como 1Z  y  2Z  han de estar incorreladas se tiene que verificar:

    2 1 2 1 2 1 2 10 E(Z Z ) E(u X Xu ) u E(X X)u u Vu' ' ' ' ' '   

Se sabe que 1 1 1Vu u  (dado que 1u  es el vector propio de V asociado a su mayor valor

propio 1 ). Multiplicando por 2u' , se tiene:

    2 1 2 1 1 2 1 2 1u Vu u u 0 u u 0 u u    ' ' ' ortogonales

Hay que hallar 2Z  maximizando 2 2 2V (Z ) u Vu '  con las restricciones 2 2u u 1'  y  2 1u Vu 0'

Aplicando el método de los multiplicadores de Lagrange, se considera la función:

    2 2 2 1 2 2L u Vu 2 (u Vu ) (u u 1)     ' ' '

derivando respecto a 2u  e  igualando a cero:

    2 1 2
2

L
2Vu 2 Vu 2 u 0

u


     



dividiendo la expresión anterior por 2 y multiplicando por 1u' , resulta:

    1 2 1 1 1 2u Vu u Vu u u 0   ' ' '

Siendo 1 1 1 1 1Vu u u V u   ' '   y  1 1 1V (Z ) u Vu ' , resulta:

    1 2 1 1 2u u V(Z ) u u 0     ' '

Como 1 2 1u u 0 V(Z ) 0 0   '  

De donde:

    2 2 2
2

L
2Vu 2 u 0 (V I)u 0

u


      



se trata de un sistema homogéneo en 2u  que sólo tiene solución si el determinante de la

matriz de los coeficientes es nulo: V I 0   .

En general, la ecuación V I 0    tiene n raíces 1 2 n, , ,   , ordenadas de mayor a

menor 1 2 n     

Si en la ecuación 2(V I)u 0    se multiplica a la derecha por 2u'  se tiene:

    2 2 2 2 2 2 2u (V I)u 0 u Vu V(Z ) u Vu       ' ' ' 
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Por lo tanto, para maximizar 2V (Z )  se ha de tomar el segundo mayor valor propio   de la

matriz V (el primer mayor valor propio ya lo había tomado al obtener la primera componente
principal).

Tomando 2  como el segundo mayor valor propio de V  y tomando 2u  como su vector

propio asociado normalizado 2 2(u u 1)' , ya se ha definido el vector de ponderaciones que

se aplica a las variables iniciales para obtener la segunda componente principal,
componente que vendrá definida como 2 2Z = Xu

Análogamente, la componente principal h-ésima se define como h hZ = Xu , donde hu  es

el vector propio de V asociado a su h-ésimo mayor valor propio. Suele denominarse
también a hu  eje factorial h-ésimo.

VARIANZAS DE LAS COMPONENTES

La varianza de la componente h-ésima es: h h h hV (Z ) u Vu  '

La varianza de cada componente es igual al valor propio de la matriz V al que va asociada.

Si, como es lógico, la medida de la variabilidad de las variables originales es la suma de
sus varianzas, dicha variabilidad será:

    
p

h
h 1

V (X ) (V)


 traza

ya que las varianzas de las variables son los términos que aparecen en la diagonal de la
matriz de varianzas-covarianzas V.

Ahora bien, como V es una matriz real simétrica, por la teoría de diagonalización de
matrices, existe una matriz ortogonal 1

)P(P P  '  tal que P VP D' , donde D es la matriz
diagonal con los valores propios de V ordenados de mayor a menor en la diagonal principal.

    
p

h
h 1

(P VP) (D)


  'traza traza

Por tanto,  (P VP) (VPP ) (VI) (V)  traza traza traza traza' '

Con lo que: 
p p p

h h h
h 1 h 1 h 1

V(X (V) (P VP) (D) V(Z )
  

      ) = traza traza traza'

Se ha comprobado que la suma de las varianzas de las variables (inercia total de la nube
de puntos) es igual a la suma de las varianzas de las componentes principales e igual a la
suma de los valores propios de la matriz de varianzas-covarianzas muestral V.

La proporción de la variabilidad total recogida por la componente principal h-ésima
(porcentaje de inercia explicada por la componente principal h-ésima) viene dado por:

    h h
p

h
h 1

(V)



 


 traza
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Si las variables están tipificadas, V = R  y traza(V) = traza(R) = p , con lo que la proporción

de la componente h-ésima en la variabilidad total será h

p

 
 
 

El porcentaje de inercia explicada por las k primeras componentes principales (o ejes
factoriales) se define como:

    

k k

h h
h 1 h 1
p

h
h 1

(V)
 



 




 

 traza

ESTRUCTURA FACTORIAL DE LAS COMPONENTES PRINCIPALES

Se denomina estructura factorial de las componentes principales a la matriz de
correlaciones entre las componentes hZ  y las variables originales jX .

Considerando los vectores muestrales relativos a jX  y  hZ  respectivamente:

    

1X

X
X

X

 
 
 
 
 
  



j

j2
j

jn

          

1Z

Z
Z

Z

 
 
 
 
 
 



h

h2
h

hn

La covarianza muestral entre jX  y  hZ  viene dada por  
1

(X , Z ) X Z
n

j h j hCov '

El vector jX  se puede expresar en función de la matriz X utilizando el vector de orden p, al

que denominamos por  , que tiene un 1 en la posición j-ésima y 0 en las restantes
posiciones.

La forma de expresar jX  en función de la matriz X a través del vector p es:

     

11 1i 1n

j1 ji jn

p1 pi pn

X X X

X X X0 1 0

X X X

 
 
 
  
 
 
 
 

 
    

  
   

 

j
' ' 'X δ X

Teniendo en cuenta que h hZ = Xu  se puede expresar:

' ' ' ' '1 1
Cov(X , Z ) = X Z = δ X Xu = δ Vu = δ λ u = λ δ u = λ u

n nj h j h h h h h h h h hj
'

En consecuencia, se puede escribir la correlación existente entre la variable X j  y la

componente Zh  de la siguiente forma:
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Cov(X , Z ) u

r
V(X ) V(Z ) V(X )


 


j h h hj

jh

j h j h

Si las variables originales están tipificadas, la correlación entre la variable X j  y la

componente Zh  tiene forma:

    
u u

r u
V(X )

 
   

 
h hj h hj

jh h hj

j h h

PUNTUACIONES O MEDICIÓN DE LAS COMPONENTES

El análisis en componentes principales es en muchas ocasiones un paso previo a otros
análisis, en los que se sustituye el conjunto de variables originales por las componentes
obtenidas.

Una vez calculados los coeficientes uhj  (componentes del vector propio normalizado

asociado al valor propio h-ésimo de la matriz 
X X

V
n


'

 relativo a la componente principal

hZ ), se pueden obtener las puntuaciones Zhj , es decir, los valores de las componentes

correspondientes  a cada observación, a partir de la relación:

    
h h hh 1 2 pZ u X u X u X   
1 2 pj j j j        h =1, 2, , p     j =1, 2, , n

Si las componentes se dividen por su desviación típica se obtienen las componentes
tipificadas. Por tanto, denotando por Yh  a la componente tipificada  Zh , se tiene:

    
Z E(Z ) Z

Y
V(Z )


 


h h h

h

h h

      h =1, 2, , p

Por lo tanto, las puntuaciones tipificadas serán:

    hh hh
1 2 p

uu uZ
X X X   

   
 p1 2j

j j j

h h h h

      h =1, 2, , p     j =1, 2, , n

Expresión que se escribe:

h h hh 1 2 pY c X c X c X   
1 2 pj j j j         

h

h

u
c 


j

j

h

    h =1, 2, , p     j =1, 2, , n

La matriz formada por los coeficientes   h
c

j
 suele denominarse matriz de coeficientes de

puntuaciones de los factores (factor score coefficient matrix).
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CONTRASTES SOBRE EL NÚMERO DE COMPONENTES PRINCIPALES A
RETENER

En general, el objetivo de la aplicación de las componentes principales es reducir las
dimensiones de las variables originales, pasando de p variables originales a m p
componentes principales.

Se plantea el problema de cómo fijar m, o lo que es lo mismo, ¿qué número de
componentes se deben retener?.

Aunque para la extracción de las componentes principales no hace falta plantear un modelo
estadístico previo, algunos de los criterios para determinar cuál debe ser el número óptimo
de componentes a retener requieren la formulación previa de hipótesis estadísticas.

A continuación se exponen distintos criterios:

 Criterio de la media aritmética

Selecciona aquellas componentes cuya raíz característica (varianza) j  excede de la media

de las raíces características.

Analíticamente este criterio implica retener todas aquellas componentes que verifiquen:

    

p

h
j 1

h p




   


Si se utilizan variables tipificadas se retienen aquellas componentes tales que h 1  .

 Contraste sobre las raíces características no retenidas

Se puede considerar que las (p m)  últimas raíces características poblacionales son
iguales a 0.

Si las raíces muestrales que se observan correspondientes a estas componentes no son
exactamente igual a 0, se debe a los problemas del azar. Por ello, bajo el supuesto de que
las variables originales siguen una distribución normal multivariante, se pueden formular las
siguientes hipótesis relativas a las raíces características poblacionales:

    0 m 1 m 2 pH : 0       

El estadístico que se considera para contrastar la hipótesis nula es:

    
p

2
p m j (p m 2)(p m 1)

j m 1 2

2p 11
Q n (p m)Ln Ln

6


    
 

           
    

 

Bajo la hipótesis nula 0H ,  el estadístico Q  se distribuye como una Chi-cuadrado con

(p m 2)(p m 1)

2

   
 grados de libertad. Este contraste se deriva del contraste de

esfericidad de Barlett para la existencia o no de una relación significativa entre las variables
analizadas que se utiliza en la validación del modelo de análisis multivariante de la
varianza.
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La mecánica del estadístico Q :  Supongamos que inicialmente se han retenido m raíces
características (por ejemplo, las que superan la unidad) al aplicar el criterio de la media
aritmética.
En el caso de que no se rechace la hipótesis nula 0H  esto significa que una o más raíces

características no retenidas es significativa(s). La decisión a tomar en este caso sería
retener una nueva componente, y aplicar de nuevo el contraste a las restantes raíces
características.
El proceso continuaría hasta que no se rechace la hipótesis nula.

 Prueba de Anderson

Si los valores propios son iguales, a partir del valor (m 1) , no hay ejes principales a partir
del eje (m 1) , en el sentido de que no hay direcciones de máxima variabilidad. La
variabilidad en las últimas (n m)  dimensiones es esférica.

Para decidir este hecho debe contrastarse:

    0 m 1 m 2 pH : 0       

Se acepta la hipótesis nula 0H  cuando el estadístico:

    

p

jp
j m 12 2

j (p m)(p m 1)
1

j m 1 2

Ln

(n 1) Ln (p m)(n 1) Ln
(p m)
 

  


 

 
 

           


 

sigue una distribución Chi-cuadrado con 
(p m)(p m 1)

1
2

  
   grados de libertad, siempre

y cuando el número de individuos n sea grande.

Si para un m  fijado, 2  es significativo, debe rechazarse la hipótesis nula 0H .

Señalar que  1 2 n, , ,    representan los valores propios calculados sobre la matriz de

covarianzas muestral.

Esta prueba sólo es válida sí las variables 1 2 nX , X , , X  son normales con distribución

conjunta normal.

 El gráfico de sedimentación

El gráfico de sedimentación se obtiene al representar en ordenadas las raíces
características y en abscisas los números de las componentes principales correspondientes
a cada raíz característica en orden decreciente.

Uniendo todos los puntos se obtiene una Figura que, en general, se parece al perfil de una
montaña con una fuerte pendiente hasta llegar a la base, formada por una meseta con una
ligera inclinación.

En este símil establecido de la montaña, en la meseta es donde se acumulan los guijarros
caídos desde la cumbre, es decir, donde se sedimentan. Este es el motivo por lo que al
gráfico se le conoce con el nombre de gráfico de sedimentación, su denominación en inglés
es scree plot.
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De acuerdo con el criterio gráfico se retienen todas aquellas componentes previas a la zona
de sedimentación.

 Retención de variables

Si se retiene un número determinado de componentes, ¿qué hacer si alguna variable está
correlacionada muy débilmente con cada una de las componentes retenidas?.

Si se plantea un caso de este tipo, sería conveniente suprimir dicha variable del conjunto de
variables originales, ya que no estaría representada por las componentes retenidas. Ahora
bien, si se considera que la variable a suprimir juega un papel esencial en la investigación,
entonces se deberían retener componentes adicionales en el caso de que algunas de ellas
estuvieran correlacionadas de forma importante con la variable a suprimir.

LA REGRESIÓN SOBRE COMPONENTES PRINCIPALES Y EL
PROBLEMA DE LA MULTICOLINEALIDAD

La regresión sobre componentes principales sustituye el método clásico de ajuste lineal,
cuando las variables exógenas del modelo son numerosas o fuertemente correlacionadas
entre sí (multicolinealidad).

Sea un modelo lineal general Y X e    con las hipótesis clásicas de normalidad de los

residuos, E(e) 0  y  2V (e) I  , pero con problemas de correlación entre las variables
exógenas del modelo.

Designando por ŷ  el vector de n valores de la variable endógena centrada, y por X̂  la

matriz que contiene en columnas los p vectores 1 2 p
ˆ ˆ ˆ(x , x , , x )  de n valores de las variables

exógenas centradas.

Si los vectores 1 2 p
ˆ ˆ ˆx , x , , x  no son linealmente independientes (multicolinealidad en el

modelo Y X e   ), el vector  1ˆ ˆ ˆˆ ˆ(X X) X y  ' '   de los coeficientes estimados de la

regresión no podrá ser calculado, dado que la matriz ˆ ˆ(X X)'  no es inversible.

Si alguno de los vectores  1 2 p
ˆ ˆ ˆx , x , , x   tienen ángulos pequeños entre sí (dicho de otra

forma, si los coeficientes de correlación muestral entre ciertas variables exógenas son
cercanos a 1), el vector ̂  se conocerá con menos precisión. En este caso, las
contribuciones de cada uno de los coeficientes son difíciles de precisar. En efecto, si la
matriz ˆ ˆ(X X)'  es casi singular, algunos de sus valores propios serán próximos a 0.

La descomposición de ˆ ˆ(X X)'  en función de vectores y valores propios será:

    
p

1

ˆ ˆX X u u  


 ' '

Como ˆ ˆ(X X)'  es una matriz simétrica definida positiva. con valores propios   relativos a

vectores propios u  ortogonales, se puede diagonalizar de forma:
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1 1

2 2
1 2 p

p p

0 0 u

0 0 uˆ ˆX X u u u

0 0 u

   
      
   
         





    



'

Por otra parte,

p p
1

1 1

1ˆ ˆ ˆ ˆX X u u (X X) u u
    

 

  
 ' ' ' '

La casi nulidad del menor valor propio p  de  ˆ ˆX X'  puede expresarse:

    p p p p p p

1ˆ ˆ ˆ ˆV (Z ) V(Xu ) (Xu ) (Xu ) 0 Xu 0
n

     '

indicando la casi colinealidad de los vectores columna de X̂ . En estas condiciones, el
vector de los coeficientes de ajuste mínimo cuadrático se escribe:

    
p

1

1

1ˆ ˆ ˆ ˆˆ ˆ ˆ(X X) X y u u X y
 



 
    

 
' ' ' '

y la estimación de su matriz de varianzas-covarianzas será:

    
p

2 1 2

1

1ˆ ˆ ˆˆV ( ) S (X X) S u u
 



  
' '

lo que permite ver que uno o varios valores propios casi nulos hacen impreciso el ajuste.

Se eliminaría el problema de la casi colinealidad de los vectores columna de X̂  suprimiendo
(p q)  vectores ku  ( )k = q +1, q + 2, , p  correspondientes a los valores propios k  más

pequeños de ˆ ˆX X' .

En estas condiciones, el vector de los coeficientes de ajuste mínimo cuadrático será:

    
q

1

1

1ˆ ˆ ˆ ˆˆ ˆ ˆ(X X) X y u u X y 
 



 
    

 
' ' ' '      q < p

y la estimación de su matriz de varianzas-covarianzas será:

    
q

2

1

1ˆ ˆV ( ) S u u
 



 
 '

Diagonalizada la matriz ˆ ˆX X' , el cálculo de los coeficientes 1 2 q(u , u , , u )  se realiza

considerando las componentes principales tipificadas:

    
1 ˆz Xu 






         =1, 2, , q

El modelo inicial Y X e    se ha ajustado mediante ŷ Zc d 
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donde Z ( ) 1 2 qz , z , , z  es la matriz ( )n,q  cuyas columnas son los  q  vectores propios

unitarios y ortogonales z  asociados a los mayores valores propios de ˆ ˆX X' , y donde c es

el vector de los q nuevos coeficientes hallados mediante:

    1 ˆc (Z Z) Z y ' '     con 2 1V (c) S (Z Z) '

Como qZ Z I'   ya que Z ( ) 1 2 qz , z , , z  con z  ortogonales y unitarios, se escribe:

    1 ˆ ˆc (Z Z) Z y Z y ' ' '   con 
n

2 1 2 2
i

i 1

1
V (c) S (Z Z) S I d I

n q 1




 
      

'

Por lo tanto, los coeficientes c están incorrelacionados y tienen todos la misma varianza,
estimada por 2S .

LA REGRESIÓN ORTOGONAL Y LAS COMPONENTES PRINCIPALES

La regresión ortogonal es un método utilizado para determinar una relación lineal entre p
variables que  a priori  juegan papeles análogos (sin hacer distinción, como en el modelo
lineal, entre variables endógenas y exógenas). En concreto, se buscan coeficientes  tales
que aseguren la más pequeña dispersión de esta combinación lineal de las variables.

Sea u un vector de p coeficientes 1 2 p(u , u , , u ) , sea X̂  la matriz ( )n,p de observaciones

centradas por columnas, y sea 
ˆ ˆX X

S
n


'

 la matriz de covarianzas muestrales de las p

variables.

La varianza de la combinación lineal de las variables ˆZ Xu , definida por u, es la cantidad

    p p

1ˆ ˆ ˆV (Z) V(Xu) (Xu ) (Xu ) u Su
n

  ' '

Bajo este punto de vista, el análisis en componentes principales determina la combinación
lineal 1 1

ˆZ Xu  de 1u  con máxima varianza 1 , siendo 1  el mayor valor propio de S, y 1u  el

vector propio unitario asociado 1 1(u u 1)' .

    1 1 1 1 1 1 1

1ˆ ˆ ˆV (Z ) V (Xu ) (Xu ) (Xu ) u Su
n

    ' '

El mismo criterio, aplicado a la búsqueda de la combinación lineal de variables con varianza
mínima, lleva a retener el vector propio pu  de S  asociado al más pequeño valor propio p ,

siendo éste el valor de esta varianza mínima.

    p p p p p p p

1ˆ ˆ ˆV (Z ) V(Xu ) (Xu ) (Xu ) u Su
n

    ' '

En consecuencia, tomando los coeficientes de la regresión ortogonal como las
componentes del vector propio pu  de S  asociado al más pequeño valor propio p , se tiene

caracterizado el mejor ajuste en el sentido de los mínimos cuadrados a la nube de las n



13

observaciones, habiendo definido así el hiperplano de regresión ortogonal (hiperplano de
p -1 observaciones).

Se puede generalizar el análisis mediante la búsqueda de un subespacio de regresión
ortogonal de p q  dimensiones. Este plano estará caracterizado por ser ortogonal a los q
vectores propios de S  asociados a los q menores valores propios.

Los vectores propios sucesivos definirán una sucesión de combinaciones lineales de las
variables, incorreladas y de varianza mínima.

MATRIZ DE CARGAS FACTORIALES, COMUNALIDAD Y CÍRCULOS DE
CORRELACIÓN

Es indispensable considerar el peso que cada variable original tiene dentro del componente
elegido, así como las correlaciones existentes entre variables y factores.

Una componente principal es una función lineal de todas las variables, puede estar muy
bien correlacionada con algunas de ellas y no tanto con otras.

Se ha visto que el coeficiente de correlación entre una componente y una variable se
calcula multiplicando el peso de la variable en esa componente por la raíz cuadrada de su
valor propio: r u jh hj h

Se demuestra también que estos coeficientes r representan la parte de la varianza de cada
variable que explica cada factor. De este modo, cada variable puede ser representada
como una combinación lineal de los k componentes retenidos, donde los pesos o cargas de
cada componente o factor (cargas factoriales) en la variable coinciden con los coeficientes
de correlación.

El cálculo matricial permite obtener de forma inmediata la tabla de los coeficientes de
correlación variables-componentes ( )xp k  que se denomina matriz de cargas factoriales.

Las ecuaciones de las variables en función de las componentes (factores), traspuestas las
inicialmente planteadas, son de mayor utilidad en la interpretación de los componentes,
expresándose:

    

1 11 1 12 2 1p p 1 11 1 21 2 k1 p

2 21 1 22 2 2p p 2 12 1 22 2 k2 p

k k1 1 k2 2 kp p p 1p 1 2p 2 kp p

Z r X r X r X X r Z r Z r Z

Z r X r X r X X r Z r Z r Z

Z r X r X r X X r Z r Z r Z

        
         
 
 
         

 
 


 

 

 Por las propiedades del coeficiente de correlación se deduce que la suma en horizontal
de los cuadrados de las cargas factoriales de una variable en todos los factores
(componentes) retenidos es la parte de dispersión total de la variable explicada  por el
conjunto de k componentes. Esta suma de cuadrados se denomina comunalidad.

La comunalidad de la primera variable:   2 2 2 2
11 21 k1 1 1r r r V (X ) h    

La suma de comunalidades de todas las variables 
p

2
j

j 1

h

  representa la parte de inercia

global de la nube original explicada por los  k  factores retenidos, y coincide con la suma de
los valores propios de estas componentes.
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La comunalidad proporciona un criterio de la calidad de la representación de cada variable,
de modo que, variables totalmente representadas tienen de comunalidad la unidad.

 De otra parte, la suma en vertical de los cuadrados de las cargas factoriales de todas las
variables en una componente es su valor propio.

El valor propio de la primera componente: 2 2 2
11 12 1p 1r r r    

Al ser las cargas factoriales los coeficientes de correlación entre variables y componentes,
su empleo hace comparables los pesos de cada variable en la componente y facilita su
interpretación. En este sentido, su representación gráfica puede orientar en una primera
aproximación a la interpretación de los coeficientes. En el papel (un plano) sólo se pueden
representar los factores de dos en dos, por lo que se pueden realizar tantos gráficos como
parejas de factores retenidos.

Estos gráficos se denominan círculos de correlación, y están formados por puntos que
representan cada variable por medio de dos coordenadas que miden los coeficientes de
correlación de dicha variable con los dos factores o componentes considerados. Todas las
variables estarán contenidas dentro de un círculo de radio unidad.

ROTACIÓN DE LAS COMPONENTES

Es frecuente no encontrar interpretaciones verosímiles a los factores (componentes)
obtenidos, ya que se ha organizado el estudio partiendo de una primer componente
principal que condensaba la máxima inercia de la nube.

No tiene por qué coincidir esta máxima inercia del primer factor, que condicionaba el cálculo
de los restantes, con la óptima interpretación de cada uno de los componentes.

Para una fácil interpretación sería deseable que cada componente estuviera muy bien
relacionada con pocas variables (coeficientes de correlación r  próximos a 1 ó -1) y mal con
las demás (r próximos a 0). Esta optimización se obtiene por una adecuada rotación de
ejes que definen los componentes principales.

Rotar un conjunto de componentes no cambia la proporción de inercia total explicada, como
tampoco cambia las comunalidades de cada variable, que no son sino la proporción de
varianza explicada por todos ellos. Sin embargo, los coeficientes, que dependen
directamente de la posición de los componentes respecto a las variables originales (cargas
factoriales y valores propios), se ven afectados por la rotación.

Existen varios tipos de rotaciones. Entre las rotaciones ortogonales, las más utilizadas
son la rotación Varimax y la Quartimax.
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La rotación Varimax se utiliza para conseguir que cada componente rotado (en vertical, en
la matriz de cargas factoriales) presente altas correlaciones sólo con unas cuantas
variables. A ésta rotación se suele aplicarse la conocida normalización de Kaiser para evitar
que componentes con mayor capacidad explicativa, que no tienen por qué coincidir con la
mejor interpretabilidad, pesen más en el cálculo y condicionen la rotación.
Esta rotación, la más frecuentemente utilizada, es adecuada cuando el número de
componentes es reducido.

La rotación Quartimax se utiliza para conseguir que cada variable (en horizontal, en la
matriz de cargas factoriales) tenga una correlación alta con muy pocos componentes
cuando es elevado el número de éstos.

Cuando las componentes aún rotadas ortogonalmente no presentan una clara
interpretación, cabe la posibilidad de intentar mejorarla a través de rotaciones oblicuas,
que no respetan la perpendicularidad entre ellas. De entre las distintas rotaciones oblicuas,
la Promax se aplica normalmente sobre una Varimax previa.

Las rotaciones oblicuas varían los valores propios y las comunalidades, manteniendo la
varianza explicada por el modelo. La no perpendicularidad entre los ejes produce una
correlación entre ellos, antes inexistente, por lo que la parte de varianza de una variable
explicada por una componente no es ya independiente de los demás factores.

La elección entre diferentes rotaciones se basa en criterios no estadísticos, no se puede
decir que una rotación sea mejor que otra. La rotación preferida es aquélla que se interpreta
más fácilmente. Si dos rotaciones proponen diferentes interpretaciones no deben ser
consideradas discordantes sino como dos enfoques diferentes de un mismo fenómeno que
el investigador deberá analizar. La interpretación de una componente es un proceso
subjetivo al que la rotación puede restar parte de subjetividad.

 La medida de la adecuación muestral de Kaiser-Meyer-Olkin (Coeficiente KMO)
contrasta si las correlaciones parciales entre las variables son pequeñas, toma valores
entre 0 y 1, e indica que el análisis factorial es tanto más adecuado cuanto mayor sea su
valor. Así, Kaiser propuso en 1974 el siguiente criterio para decidir sobre la adecuación
del análisis factorial de un conjunto de datos:

 
 
 
 
 


0,9 KMO 1,0 Excelente adecuación muestral

0,8 KMO 0,9 Buena adecuación muestral

0,7 KMO 0,8 Aceptable adecuación muestral

0,6 KMO 0,7 Regular adecuación muestral

0,5 KMO 0,6 Mala adecuación muestral

0,0 KM







O 0,5 Adecuación muestral  inaceptable

 La Prueba de esfericidad de Bartlett contrasta si la matriz de correlaciones es una
matriz identidad, lo cual indicaría que el  modelo factorial es inadecuado.

El estadístico de Bartlett se obtiene a partir de una transformación 2 del determinante
de la matriz de correlaciones y cuanto mayor sea, y por tanto menor el nivel de
significación, más improbable es que la matriz sea una matriz identidad y más adecuado
resulta el análisis factorial.
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EJERCICIO TEÓRICO‐PRÁCTICO CON DOS COMPONENTES

En las tres primeras columnas del cuadro se recogen las empresas, ventas y beneficios. Con la
opción Analizar/Estadísticos descriptivos/Descriptivos ...  se tipifican las variables, apareciendo en
el Editor las columnas ZVentas y ZBeneficios.

Con la opción Gráficos/Interactivos/Diagrama de dispersión ...  se observa que los beneficios están
correlacionados positivamente con las ventas, aunque la correlación existente no es muy fuerte.  De
otra parte, al ser muy reducida la muestra, no aparece claramente la configuración de la nube de
puntos.

Cuando las variables están tipificadas, la nube de puntos aparece una elipse de concentración como
la que se detalla a continuación:



17

Cuanta mayor dependencia haya entre ellas, más alargada será
la nube de puntos en alguna dirección y más estrecha en
alguna dirección perpendicular (suponiendo siempre que la
relación entre ellas fuera lineal).

La elipse de concentración está inscrita en un cuadrado
con la misma orientación que la diagonal principal. Es
decir, el eje mayor de la elipse forma un ángulo de 45º
con el eje de abscisas.

Seleccionando Analizar/Reducción de datos/Análisis factorial ...  y pulsando en el botón
Descriptivos...  en matriz de correlaciones la opción Correlaciones

Cuando se tipifican las observaciones (ZVentas y ZBeneficios)  la matriz de covarianzas es la matriz
de correlación y, por tanto, la varianza de cada tipificada es igual a 1.
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 Al aplicar el método de las componentes principales, la suma de las varianzas de todas las
componentes principales (su número es igual al de variables originales) es igual a la suma de la
varianzas de las variables originales. En consecuencia, como hay dos variables tipificadas la suma
debe ser 2.

La primera componente principal se obtiene de forma que se maximice su varianza condicionada a
las restricciones. Por ello, en general la primera componente principal tiene su varianza mayor que
la de cualquier variable original. Si las variables están tipificadas, en general, la varianza de la
primera componente será mayor que 1.

En el caso particular de que las variables originales estén incorrelacionadas entre sí, entonces las
componentes principales coincidirán exactamente con las variables originales.

Partiendo de la matriz de correlación muestral:  
1,00000 0,59859

R
0,59859 1,00000

 
  
 

La aplicación del procedimiento de componentes principales requiere calcular las raíces
características y los vectores característicos de la matriz de covarianzas. Para la matriz R las raíces
características que se obtienen son:

Las raíces características son:   1 1,59859    y      2 0,40141 

La varianza de cada componente es igual al valor de la raíz característica a que está asociado.

Cuando se trata de 2 variables tipificadas,  la varianza de la primera componente principal es igual a
la varianza de una de las variables (1) más el coeficiente de correlación lineal entre las variables:

     1 1 0,59859 1,59859   
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La segunda componente  2  es el resto hasta la suma de las varianzas de las 2 componentes

principales, que es 2.

     2 12 2 1,59859 0,40141     

Si las variables están tipificadas, como es el caso, la proporción de la variabilidad total de las

variables originales captada por una componente es igual a la raíz característica correspondiente  i
dividida por el número de variables originales.  Es decir:

     1 1,59859 / 2 79,930  %varianza

     2 0,40141 / 2 20,070  %varianza

Cada raíz característica tiene asociado un vector característico:

     11

1

12

u

u

 
  
 

u    y      21

2

22

u

u

 
  
 

u   con las restricciones  
2 2
11 12

2 2
21 22

u u 1

u u 1

  


 

Cuando los datos están tipificados los vectores que se obtienen, independientemente de los valores
que tengan las raíces características, son los siguientes:

     11

1

12

u cos 45 0,7071

u sen 45 0,7071

     
       
     

u      21

2

22

u cos 135 0,7071

u sen 135 0,7071

     
       
     

u

Los vectores  1u  y   2u  son ortogonales:      1 2

0,7071
0,7071 0,7071 0

0,7071

 
  

 
'u u

Como se trata de variables tipificadas el ángulo de rotación es siempre de 45º. Así:

Primer eje principal:   cos 45 0,7071 sen 45 0,7071 

Segundo eje principal:   cos 135 0,7071 sen 135 0,7071  



20

Se puede ver que estos dos últimos ejes forman un ángulo de  045  y   0135 , respectivamente, con

respecto al aje  1X .

Los coeficientes de los vectores  1u  y   2u  son los coeficientes que hay que aplicar a las variables

originales para obtener los componentes principales. Así, genéricamente, las componentes
principales se pueden expresar:

     1 11 12 1 1 11 1 12 2 1 11 1 12 2

2 21 22 2 2 21 1 22 2 2 21 1 22 2

Z u u X Z u X u X Z u X u X

Z u u X Z u X u X Z u X u X

            
                        



Como en todos lo casos de dos variables tipificadas, las combinaciones lineales para la obtención de
componentes son las siguientes:

     1 1 2 2 1 2
Z 0,7071X 0,7071X Z 0,7071X 0,7071X    

En el análisis de componentes principales es importante conocer la correlación de cada variable con

las componentes.  Para su obtención hay que tener en cuenta que el coeficiente de correlación  hjr

entre la componente h‐ésima y la variable j‐ésima viene dada por:

      hj hj hr u         a estos coeficientes de correlación se les denomina cargas factoriales.

Los coeficientes de correlación que se obtienen entre las dos componentes y las dos variables
originales son:

    Primera componente:  
11 11 1

12 12 1

r u 0,7071 1,59859 0,89403

r u 0,7071 1,59859 0,89403

    


   

    Segunda componente:  
21 21 2

22 22 2

r u 0,7071 0,40141 0,44800

r u 0,7071 0,40141 0,44800

      


   

La matriz formada por estas cargas factoriales en SPSS se denomina matriz de componentes.

Hallados los vectores característicos se pueden hallar los valores o puntuaciones (scores) de cada
componente para las distintas observaciones.

Estas puntuaciones son los valores correspondientes de una componente  hZ  para cada observación

de las variables originales.  Los paquetes estadísticos no suelen ofrecerla para el análisis
multivariante.  En su lugar se suministran los valores tipificados de las componentes.
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Los valores tipificados de las componentes se obtienen a partir de:

    

1 11 12
1 2

1 1 1

2 21 22
1 2

2 2 2

Z u u
X X

Z u u
X X

     

  
   

El coeficiente de ponderación de la variable jen la componente h para obtener puntuaciones

tipificadas es   hj

hj

h

u
c 



De esta forma, la matriz de los coeficientes para el cálculo de las puntuaciones en las componentes:

    Primera componente:  

11
11

1

12
12

1

u 0,7071
c 0,55926

1,59859

u 0,7071
c 0,55926

1,59859

    

   
 

    Segunda componente:  

21
21

2

22
22

2

0,7071u
c 1,11607

0,40141

0,7071u
c 1,11607

0,40141

    

   
 

Utilizando esta matriz de los coeficientes,  se obtienen las
puntuaciones tipificadas de las componentes, que
aparecen en el Editor con FAC1_1 y  FAC2_1

Las puntuaciones tipificadas de la primera componente (FAC1_1) se obtienen al hacer
x x0,55926 ZVentas 0,55926 ZBeneficios

Las puntuaciones tipificadas de la segunda componente (FAC2_1) se obtienen al hacer
x x1,11607 ZVentas 1,11607 ZBeneficios 
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Adviértase que si en la Extracción... se hubiera seleccionado Autovalores mayores que 1, en lugar de
Número de Factores 2

Las puntuaciones tipificadas de la componente se guardan en el Editor como FAC1_2, que coinciden
con las anteriores puntuaciones tipificadas FAC1_1, al obtenerse mediante la misma ecuación:

x x0,55926 ZVentas 0,55926 ZBeneficios
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La tabla adjunta contiene información sobre empresas por países en sectores de
actividad. Se trata de realizar un análisis de componentes principales de todas las
variables con la finalidad de reducirlas a un conjunto menor de variables con la menor
pérdida de información posible.

País Agri Miner Manuf Energ Constru Ser_Emp Bancos Sec_ Serv Trans

Bélgica 3,3 0,9 27,6 0,9 8,2 19,1 6,2 26,6 7,2

Dinamarca 9,2 0,1 21,8 0,6 8,3 14,6 6,5 32,2 7,1

Francia 10,8 0,8 27,5 0,9 8,9 16,8 6 22,6 5,7

Alemania O 6,7 1,3 35,8 0,9 7,3 14,4 5 22,3 6,1

Irlanda 23,2 1 20,7 1,3 7,5 16,8 2,8 20,8 6,1

Italia 15,9 0,6 27,6 0,5 10 18,1 1,6 20,1 5,7

Luxemburgo 7,7 3,1 30,8 0,8 9,2 18,5 4,6 19,2 6,2

Holanda 6,3 0,1 22,5 1 9,9 18 6,8 28,5 6,8

Reino Unido 2,7 1,4 30,2 1,4 6,9 16,9 5,7 28,3 6,4

Austria 12,7 1,1 30,2 1,4 9 16,8 4,9 16,8 7

Finlandia 13 0,4 25,9 1,3 7,4 14,7 5,5 24,3 7,6

Grecia 41,4 0,6 17,6 0,6 8,1 11,5 2,4 11 6,7

Noruega 9 0,5 22,4 0,8 8,6 16,9 4,7 27,6 9,4

Portugal 27,8 0,3 24,5 0,6 8,4 13,3 2,7 16,7 5,7

España 22,9 0,8 28,5 0,7 11,5 9,7 8,5 11,8 5,5

Suecia 6,1 0,4 25,9 0,8 7,2 14,4 6 32,4 6,8

Suiza 7,7 0,2 37,8 0,8 9,5 17,5 5,3 15,4 5,7

Turquía 66,8 0,7 7,9 0,1 2,8 5,2 1,1 11,9 3,2

Bulgaria 23,6 1,9 32,3 0,6 7,9 8 0,7 18,2 6,7

Checoslova 16,5 2,9 35,5 1,2 8,7 9,2 0,9 17,9 7

Alemania E 4,2 2,9 41,2 1,3 7,6 11,2 1,2 22,1 8,4

Hungría 21,7 3,1 29,6 1,9 8,2 9,4 0,9 17,2 8

Polonia 31,1 2,5 25,7 0,9 8,4 7,5 0,9 16,1 6,9

Rumanía 34,7 2,1 30,1 0,6 8,7 5,9 1,3 11,7 5

Rusia 23,7 1,4 25,8 0,6 9,2 6,1 0,5 23,6 9,3

Yugoslavia 48,7 1,5 16,8 1,1 4,9 6,4 11,3 5,3 4
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En el Editor seleccionar Analizar/Reducción de datos/Análisis factorial...

El cuadro Descriptivos...  se rellena:

En el Visor en la salida del procedimiento:

 El primer elemento que se observa es la matriz de correlaciones cuyo determinante es
6

x2,38 10 , que al ser muy pequeño indica que el grado de intercorrelación entre las variables es

muy alto, condición inicial que debía cumplir el análisis en componentes principales.
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 El segundo elemento que se observa en la salida del procedimiento es la prueba de esfericidad
de Barlett que permite contrastar formalmente la existencia de correlación entre las variables.

El estadístico KMO tiene un valor muy pequeño (alejado de 1) indicando una mala adecuación de la
muestra a este análisis.

El  p ‐ valor = 0  con lo que existe correlación significativa entre las variables.

 El elemento a analizar es la matriz de correlaciones anti‐imagen, formada por los coeficientes
de correlación parcial entre cada par de variables cambiada de signo.

Los coeficientes de correlación parcial deben tener un valor bajo para que las variables compartan
factores comunes.

Los elementos de la diagonal de esta matriz son similares al estadístico KMO para cada par de
variables e interesa que estén cercanos a 1. Observando la matriz, no se obtienen buenos
resultados.
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 Para analizar el número de componentes que se seleccionan, que en general son las relativas a
valores propios mayores que 1, se observa el gráfico de sedimentación que muestra que sólo hay
tres componentes con autovalor mayor que 1.

En la tabla de la varianza total explicada se
observa que la primera componente explica un
38,746% de la varianza total y las dos
siguientes componentes explican un 23,669% y
un 12,211%, un 74,625% entre las tres
componentes.
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Los valores propios significativos son:     1 2 33,487 2,130 1,099     

 La matriz de componentes permite expresar cada una de las nueve variables originales mediante
los tres factores extraídos.

    
1 2 3

x F x F x FAgricultura 0,978 0,078 0,051  

    
1 2 3

x F x F x FMinería 0,002 0,902 0,211  

    
1 2 3

x F x F x FManufactura 0,649 0,518 0,158 

    



    
1 2 3

x F x F x FTransporte y Comunicaciones 0,685 0,296 0,393 

Para ver qué variables se agrupan en cada componente (factor) hay que observar las variables cuyas
cargas sean altas en un factor y bajas en los otros (valores menores que 0,25 suelen considerarse
bajos).

En esta línea, en la primera componente está representada Agricultura, en la segunda componente
está representada Minería y en la tercera componente Centrales de energía.
Servicios a empresas y Manufacturas están representadas en la primera y segunda componente,
Bancos en la segunda y tercera componente.

Se observa entonces que es difícil agrupar las variables en componentes, con lo que sería deseable
realizar una rotación.

Se observa que la suma de los cuadrados de los elementos de las columnas de la matriz de
componentes es igual a los valores propios significativos:

     2 2 2 2
1 ( 0,978) ( 0,002) (0,723) (0,685) 3,487        

     2 2 2 2
2 (0,078) (0,902) ( 0,323) (0,296) 2,130       

     2 2 2 2
3 ( 0,051) (0,211) ( 0,327) ( 0,393) 1,099         
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 La Comunalidad es la parte de variabilidad de cada variable explicada por los factores. Antes de
la extracción de los factores (componentes) la comunalidad de cada variable era 1, interesa que
después de la extracción siga siendo alta.

La Comunalidad de cada variable es la suma de los cuadrados de sus cargas factoriales definidas en
la matriz de los componentes

    Comunalidad 

2 2 2

2 2 2

2 2 2

( 0,978) (0,078) ( 0,051) 0,965

( 0,002) (0,902) (0,211) 0,858

(0,685) (0,296) ( 0,393) 0,711

     
    


    

 

Agricultura :

Minería :

Transp y Comu :

 Para analizar la bondad del ajuste del modelo factorial se analizan los coeficientes de
correlación reproducidos, coeficientes de correlación entre cada dos variables después de que estén
en función de las componentes.
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Los coeficientes de correlación reproducidos no tienen porqué coincidir con los coeficientes de la
matriz de correlaciones inicial, pero no deben diferenciarse en más de 0,05  (residuos menores que

0,05). En caso contrario, la bondad del ajuste será discutible.

Los residuos se calculan entre las correlaciones observadas y reproducidas. Hay 22 (61,0%)
residuales no redundantes con valores absolutos mayores que0,05, indicando que la bondad del

modelo es discutible.

 Las puntuaciones factoriales son los valores que toma cada uno de los individuos en las tres
componentes seleccionadas. Son tres variables sustitutas de las iniciales que representan su
reducción y que recogen el 74,625% de la variabilidad total.

La relación entre componentes y variables será:

1 x x x xC 2,80 0,001 0,207 0,196     Agricultura Minería Sector servicios Transporte

2 x x x xC 0,037 0,423 0,152 0,139    Agricultura Minería Sector servicios Transporte

3 x x x xC 0,046 0,192 0,298 0,358    Agricultura Minería Sector servicios Transporte

Estas tres nuevas variables se incorporan al conjunto
de datos como FAC1_1, FAC2_1 y FAC3_1.

Se utilizarán como sustitutas de las iniciales para
análisis posteriores, como el análisis de la regresión
con problemas de multicolinealidad y el análisis
cluster
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  Al realizar el análisis de la matriz de componentes se observó que era difícil agrupar las
variables en esas componentes, por lo que era deseable realizar una rotación.

Con el método Varimax no cambia la varianza total explicada por los factores, como la
comunalidad de cada una de las variables.

La nueva matriz de componentes rotados corresponde también a factores ortogonales y tiende a
simplificar la matriz factorial por columnas, siendo adecuado cuando el número de factores es
pequeño.
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La variable Construcción se sitúa en la primera componente, la variable Centrales de energía se sitúa
en la segunda componente y la variable Bancos queda en la tercera componente. A pesar de la
rotación, no se ven claro los grupos de variables.

De otra parte, el gráfico de componentes en el espacio rotado, tampoco ayuda a la detección de los
grupos de variables.

Dos variables correladas positivamente forman un ángulo de 0 grados desde el origen, de 180
grados si lo están negativamente y de 90 grados si están incorreladas.
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